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1.5.3 Châıne de Markov . . . . . . . . . . . . . . . . . . . . . . . . . . . . 8
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TABLE DES MATIÈRE TABLE DES MATIÈRE
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1.10 Représentation graphique de CMCo . . . . . . . . . . . . . . . . . . . . . . . 11

1.11 La représentation graphique de la structure de dépendance d’une chaine de
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 ملخص

  

في ھذا العمل المتواضع ، تمت دراسة تجزئھ الصورة بواسطة سلاسل ماركوف المخفیة، حیث قدمنا 

، ودرسنا تجزئة الصورة في إطار التعلم بھ بعض التعریفات للتصویر الرقمي، وعناصر التحلیل المرفقة

  .شرافلإا بدون الآلي  تحت

في البدایة قدمنا التعلم الآلي وفقا لنموذج بایزي كلاسیكي ، حیث  بینا مجموعھ من أسالیب التقدیر 

 )الحد الأقصى لھامشیھ لاحقھ( MPM،) الحد الأقصى للاحق( MAP: للمعلمات مثال نموذجي 

ة الصورة ، ونحن نتحدث عن التجزئھ في المرحلة الثانیة قمنا  بدراسة  وفقا للنھج العشوائي لتجزئ

  ( EM:قدمنا الأسالیب المختلفة والخوارزمیات لتقدیر المعلمات مثل. بواسطة سلاسل ماركوف المخفیة

 )التقدیر المشروط التكراري(ICE ، )الحد الأقصى للتقدیر العشوائي( SEM، )التقدیرات العظمى

لسلاسل ماركوف، ) EM(من النموذج البایزي ، و ) MPM(في النھایة ، أخذنا الخوارزمیھ الكلاسیكیة 

وكمثال على تطبیق تجزئھ الصورة، ونتائج التطبیق، والملاحظات المتعلقة بالسلوك والأداء، أجرینا 

  .مقارنھ بین النتائج التي تم الحصول علیھا

 ،MAP، MPMسلسلھ ماركوف، وسلسلھ ماركوف الخفیة، تقسیم الصور، :  الكلمات المفتاحیة

EM،SEM ،ICEبیانو-، ھیلبرت 

  



 

 

 

 

 

Résumé 

Dans ce modeste travail on a étudié le thème de segmentation d’image par les chaines de 

Markov cachées, où on a donné quelques définitions sur l’imagerie numérique, et les éléments 

d’analyse lui en rattachées,  on a étudié la segmentation d’image dans un cadre 

d’apprentissage. 

Dans un premier temps nous avons présenté l’apprentissage selon le paradigme Bayésien 

classique, où on a cité un ensemble de méthodes d’estimation de paramètres d’un modèle 

exemple : MAP (Maximum A Posteriori),  MPM (Maximum a Posteriori Marginal). 

Dans un second temps on a entamé une approche stochastique pour la segmentation d’image, 

nous parlons  de la segmentation par chaines de Markov cachées. Nous avons présenté les 

différents méthodes et algorithmes d’estimation de paramètres tels que : EM (Estimation 

Maximisation), SEM (Stochastique Estimation Maximisation), ICE (Itératif Conditionnelle 

Estimation). 

A la fin, on a prit un algorithme classique (MPM) de l’approche Bayésienne, et un  deuxième 

plus récent (EM) pour les chaines de Markov, comme exemple d’application de la 

segmentation d’image, on a récupérer les résultats d’application, tiré des observations du 

comportement et de performance et nous avons fait une comparaison entre les  résultats 

obtenus.       

Mots-clés : Chaine de Markov, Chaine de Markov cachée, Segmentation image,[ MAP, 

MPM, EM, SEM, ICE], HILBERT-PEANO.  
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Abstract 

In this modest work, we have studied the subject of image segmentation using the hidden 

Markov chains, where we have given some definitions on digital image, and the elements of 

analysis attached to it, we have studied this subject in an unsupervised learning environment. 

First, we presented the learning according to the classical Bayesian paradigm, in which a set 

of methods for estimating parameters of a model examples was given: MAP (Maximum a 

Posteriori), MPM (Maximum a Posteriori Marginal). 

In a second step, a stochastic approach to image segmentation has been presented; we are 

talking about hidden Markov chains segmentation. We have presented various methods and 

algorithms for estimating parameters such as: EM (Expectation Maximization), SEM 

(Stochastic Expectation Maximization), ICE (Iterative Conditional Expectation). 

At the end, a classical algorithm (MPM) of the Bayesian approach was taken, and a second 

more recent (EM) for the Markov hidden chain, as an example of the application of the image 

segmentation, we recover the results Of performance, and we have compared the results 

obtained. 

Key words: Markov chain, Hidden Markov chain, Image segmentation, MAP, MPM, EM, 

SEM, ICE, HILBERT-PEANO.  

 

 

 

 

 



Notations et Acronymes

MAP Maximum A Posteriori

MPM Maximum marginal A Posteriori

CMC Châıne(s) de Markov cachée(s)

CMCo Châıne(s) de Markov couple(s)

CMT Châıne(s) de Markov triplet(s)

CMP Châıne(s) de Markov Pairwise

EM Espérance-Maximisation (en anglais Expectation-Maximization)

SEM EM stochastique (en anglais Stochastic EM)

ECI Estimation conditionnelle itérative (en anglais Iterative conditional estimation ICE)

X,Y,U Variables aléatoires (en majuscule) des processus caché, observables et auxiliaire

x,y,u Leurs réalisations respectives en minuscules

x



INTRODUCTION GÉNÉRALE

Le traitement d’image est défini comme étant une discipline de l’informatique et des

mathématiques appliquées dans le bute d’extraction d’information et d’amélioration de la

qualité d’image, ainsi que le traitement d’image peut se qualifie d’un sous- ensemble de

traitement de signal Didier aux images et vidéo.

Une image numérique est le résultat d’acquisition et de numérisation d’une image, dans le

but d’aller vers une interprétation et manipulation dans des différents contextes

notamment de l’intelligence artificiel et l’extraction de connaissance [1].

Pour traiter une image en doit comprendre le contexte d’une image, les modes et les

conditions d’acquisition et de traitement pour aboutir à des résultats et extraire des

connaissances.

C’est En 1920 que fut apparaitre les premières opérations de traitement d’image pour la

transmission d’images de new- York a Londres par câble sous marin qui a nécessité un

temps très élevé. Vers la fin de la seconde guerre mondiale et l’arrivé du radar le

traitement de signale a connue plusieurs développements, mais c’été qu’après l’apparition

des ordinateurs puissants et la découverte des transformé de fourrier rapide dans les années

1960 qu’a été les véritables essors du traitement d’images, alors que la première détection

précise de contours n’étai possible qu’en 1980 par DAVID MARR [2].C’été la mode des

systèmes experts !! Les années 1990 en connus une grande explosion scientifique dans le

domaine de traitement d’images où la recherche médicale été le plus grand demandeur de

techniques de traitement d’image, plusieurs applications ont vu le jour tel que Photoshop,

paintshop. . .

Une image numérique est souvent représentée sous forme d’un tableau a deux dimensions

(3 dimension pour les images 3D ou) chaque cellule est appelée pixel où en général une

valeur que prend un pixel est un niveau de luminosité, de gris ou de couleur.
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Plusieurs Operations peuvent être appliquées sur une image

• Modification pixel par un autre pixel

• Traitement de pixel (érosion, dilatation, squelettisation..)

• Calcule distances

• etc...

Il existe d’autres opérations qui consistent à segmenter et classifier des pixels d’une

image selon des paramètres et des critères bien définies L’apprentissage automatique a

ouvert des grandes perspectifs pour le traitement et l’acquisition des connaissances, ainsi

que des grande avancées dans le domaine de traitement d’images

Plusieurs approches de traitement d’image existent voir, supervisé, non supervisé,

semi-supervisé ...etc.

Dans ce qui suit en c’est intéressé beaucoup plus à la segmentation d’image, une

opération qui consiste à regrouper des ensembles de pixel d’une image en des sous

ensembles de pixel ayant une corrélation entres eux dans le but de définir les différents

objets qui composent une image, de détecter des contours, extraire des connaissances...etc.

Plusieurs travaux ont été menés sur la segmentation d’image et les modèles de Markov, des

ouvrages plus adaptés au contexte de ce mémoire peuvent êtres consultés [3][4][5].

Nous avons adopté une approche d’apprentissage non supervisée, et on a utilisée une

méthode stochastique (probabiliste) qui est les chaines de Markov cachées. Ce mémoire est

organisé comme suite :

• Un premier chapitre préliminaires et définitions, sur l’imagerie numérique, la

segmentation, l’apprentissage automatique et les modèles de Markov.

• Chapitre 2 segmentation par les chaine de Markov cachées ce chapitre débute par une

approche plus généralisée pour le processus de modélisation et la segmentation

statistique, et les différent méthodes et algorithmes associés a cette approche, en

suite, une approche plus adaptée a la segmentation d’image et a la notion des

phénomènes cachés (les chaines de Markov cachées).

• Le dernier chapitre contient une implémentation, discussion et comparaison des

résultats.

• Et on a terminé notre travail par une conclusion général.
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Chapter 1
PRELIMINAIRES

1.1 Introduction

Le traitement d’images étudie les images numériques et leurs transformations, dans le but

d’améliorer leur qualité ou d’en extraire de l’information.

Dans le contexte de la vision artificielle, le traitement d’images se place après les étapes

d’acquisition et de numérisation, assurant les transformations d’images et la partie de

calcul permettant d’aller vers une interprétation d’images traitées. Cette phase

d’interprétation est d’ailleurs de plus en plus intégrée dans le traitement d’images, en

faisant appel notamment à l’intelligence artificielle pour manipuler des connaissances,

principalement sur les informations dont on dispose à propos de ce que représentent les

images traitées (connaissance du domaine).

1.2 Image numérique

Image numérique est dite digital image en anglais, Numérique signifie discret

Les IMAGES numériques sont électroniques, instantanés prise d’une scène ou numérisées

de documents, tels que photographies, manuscrits, textes imprimés et illustrations [6].

L’image numérique est échantillonnée et mappée comme une grille de points ou éléments

d’image (pixels). Chaque pixel est assigné une valeur de teinte (noir, blanc, nuances de gris

ou couleur), qui est représentée en code binaire (zéros et uns). Comme sur la Figure 1.1.
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Chapitre 1 PRELIMINAIRES

Les chiffres binaires bits pour chaque pixel sont stockés dans une séquence par un

ordinateur et souvent réduites à une représentation mathématique (compressée). Les

morceaux sont ensuite interprétés et lu par l’ordinateur pour produire une version

analogique pour l’affichage ou l’impression.

Figure 1.1: Représentation de l’image binaire

1.2.1 Types d’images

On peut coder une image de plusieurs manières, principalement, Images matricielles,

images vectorielles.

1. Image matricielle: Elle est composée d’une matrice (tableau) de points à plusieurs

dimensions, chaque dimension représentant une dimension spatiale (hauteur, largeur,

Profondeur), temporelle (durée) ou autre (par exemple, un niveau de résolution)[1].

2. Image vectorielle: Le principe est de représenter les données de l’image par des

formules géométriques qui vont pouvoir être décrites d’un point de vue

mathématique. Cela signifie qu’au lieu de mémoriser une mosäıque de points

élémentaires, on stocke la succession d’opérations conduisant par exemple, au tracé

d’un dessin[1].

1.3 Segmentation d’image

La segmentation d’images est l’un des problèmes phares du traitement d’images.

Elle consiste à partitionner l’image en un ensemble de régions connexes. L’intérêt de ces

régions est de pouvoir être manipulées ensuite, via des traitements de haut niveau pour

extraire des caractéristiques de forme, de position, de taille, etc...[6].

Le problème peut être posé autrement, car on ne sait jamais dire quelle est la segmentation

idéale. L’idée est bien sûr que la région se rapproche de la notion d’objet, au sens courant

du terme.
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Chapitre 1 PRELIMINAIRES

Donc en peut définir la Segmentation d’une image commettant une classification de

données d’une image (pixels) et de les regrouper en sous ensemble en se basent sur certaines

caractéristiques et critères sous contrainte que les classes ne sont pas connue au préalable,

et qui fait appel a des méthodes heuristique que d’utiliser des approches déterministes.

1.4 Apprentissage automatique

L’Apprentissage automatique ou artificiel (Machine Learning en anglais) est le sous-corps

de l’informatique qui permet aux ordinateurs d’apprendre sans être explicitement

programmé. C’est le résultat d’une évolution à partir de l’étude de la reconnaissance des

formes et la théorie de l’apprentissage computation intelligence artificielle [7].

1.4.1 Définitions

Définition 1.4.1. :

Il est aussi défini comme étant l’exploration, l’étude et la construction des algorithmes qui

peuvent apprendre et faire des prédictions sur les données [8].

Définition 1.4.2. :

L’Apprentissage automatique est étroitement lié au calcul statistique, qui se concentre

également dans la fabrication de prédiction à l’aide d’ordinateurs.

Définition 1.4.3. :

Tom M. MITCHELL définit l’apprentissage automatique formellement comme [9] :

”A computer program is said to learn from experience E with respect to some class of tasks

T and performance measure P, if its performance at tasks in T , as measured by P,

improves with experience E”.

1.4.2 Types d’algorithmes d’apprentissage

Il existe plusieurs types d’algorithmes d’apprentissage selon différents critères. Il inclut

trois types fondamentaux d’apprentissage : supervisé, non supervisé, semi-supervisé

1. Apprentissage supervisé: Les données d’entrée sont appelées données

d’apprentissage ayant un label connu ou un résultat comme par exemple

spam/non-spam, voir exemple de la Figure 1.2. Un modèle est préparé grâce à un

processus d’apprentissage dans lequel il est nécessaire de faire des prédictions et les

corrigées lorsque elles sont erronées.
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Chapitre 1 PRELIMINAIRES

Figure 1.2: Apprentissage supervisé

Le processus de formation continue jusqu’à ce que le modèle permette d’obtenir un

niveau de précision désiré sur les données d’apprentissage [10].

Plusieurs algorithmes utilisent l’apprentissage supervisé comme la régression

logistique et le réseau de neurone.

2. Apprentissage semi-supervisé: Les Données d’entrée sont un mélange d’exemples

marqués et étiquetés, Figure 1.3.

Figure 1.3: Apprentissage semi-supervisé

Il y a un problème de prévision désirée, mais le modèle doit apprendre les structures

pour organiser les données mais aussi de faire des prédictions[10].

Les Algorithmes de l’exemple sont des extensions à d’autres méthodes souples, qui

des hypothèses sur la façon de modéliser les données sans étiquette.

3. Apprentissage non supervisé: Les données d’entrée ne sont pas étiquetées et

n’ont pas un résultat de classification connu voir Figure 1.4. Le modèle est établi en

déduisant les structures présentes dans les données d’entrée.

Soit pour extraire les règles générales. Ou peut-être grâce à un processus

mathématique à réduire systématiquement la redondance, ou il peut être d’organiser

les données par similitude[10].
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Chapitre 1 PRELIMINAIRES

Figure 1.4: Apprentissage non supervisé

Exemples d’algorithmes utilisant l’apprentissage non supervisé comme l’algorithme

Apriori et k-moyenne.

Dans notre cas la segmentation d’image rentre dans le cadre d’apprentissage non

supervisé et les modèles et les approches qu’on va voir plus tard dans ce mémoire

doivent être adaptés à cette approche.

1.5 Modèles de Markov

Un modèle est une représentation abstraite de la réalité.

Un modèle est une représentation abstraite de la réalité. Considérons par exemple les

modèles d’avions. Certains modèles d’avions ressemblent beaucoup à une petite version

d’un véritable avion comme sur la Figure 1.5, mais ne volent pas du tout. D’autres

modèles d’avions (par exemple, un avion en papier) ne ressemblent absolument pas aux

avions comme sur la Figure 1.6, mais volent très bien. Ces deux types de modèles

représentent différentes caractéristiques de l’avion; Le premier représente son apparence

extérieure, tandis que le second représente ses propriétés aérodynamiques (en partie).

Ainsi, quel type de modèle est approprié d’utiliser dépend de l’objectif prévu.

Figure 1.5: une petite version d’un véritable avion

Les modèles mathématiques représentent un système et sont utilisés pour faire des

prédictions sur ce système.
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Chapitre 1 PRELIMINAIRES

Figure 1.6: un avion en papier

1.5.1 Paramètres d’un Modèle

Chaque modèle se compose d’une structure, ainsi que les paramètres qui doivent être

définies pour que le modèle soit significatif. La structure du modèle définit les dépendances

entre les différentes parties du modèle. Les Paramètres sont souvent des valeurs, mais pas

nécessairement les valeurs numériques qui sont requis par le modèle. Les Paramètres

peuvent être fixés, dans ce cas constituent des hypothèses du modèle, ou ils peuvent être

variable[11].

1.5.2 Processus de Markov

Un processus de Markov est un processus qui peut être dans plusieurs états, peut faire des

transitions entre ces états, et dans lequel les états disponibles et les probabilités de

transition dépendent seulement de l’état actuel, en d’autres termes, il n’y a pas de mémoire

dans un processus de Markov [1].

Nous supposons que nous connaissons pour chaque paire d’états i et j, et pour chaque

instant t, la probabilité pij(t) que le processus soit dans l’état j à l’instant t+1 étant donné

qu’il se trouve dans l’état i à l’instant t. De plus, la probabilité pij sera supposée dépendre

de t, chaque processus est appelé chaine de Markov

1.5.3 Châıne de Markov

Une châıne de Markov est un modèle statistique d’un système qui se déplace dans l’ordre

d’un état à un autre, du nom de son inventeur Andrei Andreyevich Markov (1856-1922),

dont vous voyez le photo ci-contre

Les probabilités de transition d’un état à un autre reposent uniquement sur l’état actuel.

Généralement modélisé comme un processus stochastique. Une châıne de Markov peut être

décrite par une matrice de transition. On représente généralement P par un graphe orienté

G dont les sommets correspondent aux m états et les arcs aux couples ordonnés d’états (i,j)
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Chapitre 1 PRELIMINAIRES

Figure 1.7: Andreyevich Markov

tels que pij > 0

Exemple 1.1. :

Pour représenter le passage d’une molécule de phosphore dans un écosystème, nous

considérerons quatre états possibles:

1. la molécule est dans le sol,

2. la molécule est dans l’herbe,

3. la molécule a été absorbée par du bétail,

4. la molécule est sortie de l’écosystème.

La matrice de transition est la suivante:

p =


3
5

3
10

0 1
10

1
10

2
5

1
2

0

3
4

0 1
5

1
20

0 0 0 1


En remarque que la somme de chaque ligne vaut 1. Cette matrice correspond est représenté

par le graphe dans la Figure au dessous:

Il existe plusieurs types de chaine de Markov selon différant principe d’algorithme, Nous

allons commencer par présenter les modèles général des Chaines de Markov cachées (CMC)

et couples (CMCo), Triplets (CMT)
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Chapitre 1 PRELIMINAIRES

Figure 1.8: Représentation de la matrice transition par graphe

1.5.4 Châınes de Markov Cachées

Une Chaine de Markov Cachée (CMC) est un processus doublement stochastique avec un

processus stochastique sous-jacent qui n’est pas directement observable (il est ”caché”)

mais ne peut être observé que par un autre processus stochastique qui produit la séquence

d’observations. La portée des CMC est grande et couvre une variété de situations. Pour

tenir compte de ces modèles conceptuellement différents, nous définissons formellement une

chaine de Markov cachée dans la section suivante[12].

La structure de dépendance d’un CMC peut être représentée par un modèle graphique

comme dans la Figure 1.9. Des représentations de ce type utilisent un graphique dirigé

sans boucles pour décrire les structures de dépendance parmi les variables aléatoires. Les

nœuds (cercles) dans le graphique correspondent aux variables aléatoires et les arêtes

(flèches) représentent la structure de la distribution de probabilité conjointe, avec

l’interprétation que ce dernier peut être pris en compte comme un produit des distributions

conditionnelles de chaque nœud étant donné son Nœuds ”parent” (ceux qui y sont

directement connectés par une flèche).

Figure 1.9: La représentation graphique de la structure de dépendance d’une chaine de

Markov cachée, où Yk est le processus observable et X est la châıne cachée
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Chapitre 1 PRELIMINAIRES

Dans des cas simples tels que des modèles complètement discrets, il est fréquent de définir

des chaines de Markov cachées en utilisant le concept d’indépendance conditionnelle. En

effet, une CMC a été défini comme un processus bi-varié {(Yk, Xk)}, k ≥ 0 tel que:

• {Yk}, k ≥ 0 est une châıne de Markov avec le noyau Q de transition et la distribution

initiale v

• Conditionnellement sur le processus d’état {Yk}, k ≥ 0, les observations

{Yk}, k ≥ 0 sont indépendantes, et pour chaque n la distribution conditionnelle de

Xn dépend uniquement de Yn.

Il s’avère que l’indépendance conditionnelle est mathématiquement plus difficile à définir

dans des contextes généraux (en particulier, lorsque l’espace d’état Y de la châıne de

Markov n’est pas dénombrable), et nous adopterons un itinéraire différent pour définir les

chaines de Markov cachées généraux. La CMC est définie comme une châıne de Markov

bi-variée, mais seulement partiellement observée, dont le noyau de transition possède une

structure spéciale. En effet, son noyau de transition devrait être tel que le processus de

joint {Yk, Xk}, k ≥ 0 et la châıne marginale non observable (ou cachée) {Yk}, k ≥ 0 sont

Markoviens [12].

1.5.5 Châınes de Markov Couples CMCo

Soit Y = (Y1, .., Yn) et X = (X1, .., Xn) deux processus aléatoires, Xi est un processus

cachée qui prend ses valeurs à partir d’un ensemble fini de classes Ω = {w1, .., wk} et qui

doit être estimé à partir d’un processus observable Yi tel que Yi ∈ R. Soit Z = (Z1, .., Zn),

Le processus couple Zi = (Xi, Yi) est dit châıne de Markov couple (CMCo) . En remplace

zi par (xi, yi) et z par (x,y)

p(z) = p(z1)p(z2 | z1)... p(zn | zn−1) (1.1)

Sachant que les transitions (1.1) peuvent s’écrire

p(zn | zn−1) = p(xn | xn−1, yn−1)p(yn | xn, xn−1, yn−1) (1.2)

Nous avons vu ci-dessus comment la plus grande généralité de CMCo par rapport aux

CMC peut appréhendée, dans le cas général, en comparant les transitions p(zi, zi+1).

Soit Z une CMCo stationnaire, donc les trois conditions suivantes

1. X est une chaine de Markov
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Chapitre 1 PRELIMINAIRES

2. Pour tout 2 ≤ i ≤ n, p(yi | xi, xi−1) = p(yi | xi)

3. Pour tout 1 ≤ i ≤ n, p(yi | x) = p(yi | xi)

La condition (2) permet d’appréhender, dans le contexte des chaine stationnaires,

l’apport des CMCo par rapports aux CMC localement : dés l’instant ou l’on a supposé la

markovian de processus caché X – ce qui est toujours le cas dans les différentes extensions

classique des CMC, il est impossible de faire apparaitre les différences éventuelles

desp(yi | xi, xi−1) lorsque xi−1 varie. La condition (3) permet d’aller encore plus loin dans

cette voie : dans un CMC la loi p(yi | x) ne peut dépendre d’aucun xj différent xi .ainsi la

modélisation du bruit est bien plus complète dans les CMCo ou les lois p(yi | x) dépondent

de toutes les composantes x1, ..., xn de x [13].

Figure 1.10: Représentation graphique de CMCo

1.5.6 Châınes de Markov Triplets CMT

Posant Y = (Yn) 1 ≤ n ≤ N et X = (Xn) 1 ≤ n ≤ N deux processus stochastiques. X

est caché (chaque Xn prend ses valeurs dans un ensemble fini Ω = {w1, ..., wk}), et Y est

observé (chaque Yn prend ses valeurs dans l’ensemble des nombres réels R). Le problème

est alors d’estimer X=x de Y=y

Le modèle considéré s’appelle une châıne Triplet de Markov s’il existe un processus

stochastique U = (Un)Nn=1 Avec chaque Un prend ses valeurs dans un ensemble

Λ = {λ1, ..., λk}, tel que T = (X,U, Y ) = ((Xn, Un, Yn)) 1 ≤ n ≤ N est une châıne de

Markov

L’idée de CMT est de considérer la distribution de Z=(X,Y), qui modélise les

interactions entre le processus observé et le processus recherché, en tant que distribution

marginale d’une châıne de Markov T=(X,U,Y) comme sur la Figure 1.8. Les distributions

P(xn,y), qui sont utilisés dans la restauration Maximum A posteriori Marginal MPM (voir

la définition chapitre 2), sont alors calculables. En fait, laissez V=(X,U). Comme T est
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Chapitre 1 PRELIMINAIRES

Markovien, le processus (V,Y) est une Châıne de Markov Pairwise (CMP) et nous pouvons

formuler et calculer la distribution de P (Vn, Y ) en utilisant les récurrences avant-arrière

(Forward - Backward) [14]. Cela signifie que les distributions

p(xn, y) =
∑
un∈Λ

p(xn, un, y)
∑
un∈Λ

p(vn, y)

Sont également calculables. Finalement, bien que la distribution de Z= (X,Y) est Pas

nécessairement Markoviennes, les distributions marginales p(xn | y) Sont calculables. Ce

qui permet notamment l’utilisation de la méthode de restauration MPM Bayésienne

Figure 1.11: La représentation graphique de la structure de dépendance d’une chaine de

Markov triplets

Nous l’avons dit plus haut Z=(X,Y) n’est pas nécessairement une châıne de Markov.

Plus précisément, le résultat suivant spécifie ”localement” sur ce que la plus grande

généralité de CMT à l’égard de PMC est [15] :

Proposition 1.5.1. :

Soit T=(X,U,Y) un CMT vérifiant :

a) P (ti, ti+1) Ne dépend pas de 1 ≤ i ≤ N − 1.b) P (ti, ti+1) = P (ti+1, tn). tel que

1 ≤ i ≤ N − 1.

Ensuite, les trois conditions suivantes:

I) Z=(X,Y) est une châıne de MarkovII) Pour chaque

2 ≤ n ≤ N, p(un | zn, zn+1) = p(un | zn) III) Pour chaque

1 ≤ n ≤ N, p(un | z) = p(un | zn)

Sont équivalents.

Le modèle Chaine de Markov Pairwise (CMP)[14],[16]), dans lequel Z est supposé être

une châıne de Markov, est alors un cas particulier du CMT obtenu en prenant Ω = Λ et X

= U. En outre, selon la Proposition 1.5.1 ci-dessus, CMT est strictement plus général que
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Chapitre 1 PRELIMINAIRES

CMP, ce dernier étant strictement plus général que la CMC classique, en ce qu’il existe des

châınes de Markov T telles que Z ne sont pas des châınes de Markov.

Dans cette étude le model de Markov adopté pour la segmentation d’image est la

chaine de Markov cachée.
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Chapter 2
Segmentation par les Chaines de Markov

Cachées (CMC)

2.1 Introduction

Dans ce chapitre nous avons étudié quelques approches et méthodes permettant la

définition d’un model pour segmentation d’image et l’estimation des paramètres de ce

modèle et les techniques d’évaluations.

2.2 Processus de segmentation d’image

Le schéma général d’un processus de segmentation d’image suivant une approche

statistique est donné par le diagramme de la Figure 2.1:
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Chapitre 2 Segmentation par CMC

Figure 2.1: Processus de segmentation d’image

Dans un premier temps, La modélisation statistique et étudier dans un cadre général où

nous avons exploré un ensemble de méthodes de modélisation et on a cité l’ensemble des

paramètres de chaque model et les approches de définition de ces paramètre, en parle d’une

étude dans un cadre Bayésienne.

En suite une approche plus adaptée a notre cadre d’étude (segmentation d’image) sera

étudier explicitement où en va voir l’ensemble des conditions et d’hypothèses qui nous en

amené à adopter cette approche.

2.2.1 Etape de Pré-traitement

Une image est stockée en mémoire pour qu’elle soit exploitée, et manipulée en appel ça

numérisation d’image, plusieurs manières de codage existent où en travail toujours sur les

pixels.

Parmi les types de codage en trouve :
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Chapitre 2 Segmentation par CMC

• Matrices de points

• Codage en ligne

• Arbre quatrain

• Codage de contours

• Palettes

2.2.2 Image en niveau de gris

Le passage de l’image originale vers une image en niveau de gris et une phase préparatoire

pour la segmentation d’image, où chaque pixel aura une valeur de niveau de gris sur

l’intervalle [0-255] suivant l’intensité du couleur sur l’image originale.

Figure 2.2: Exemple d’image en niveau de gris

En s’intéresse beaucoup plus à la représentation d’une image (initialement sous forme d’un

signale 2D) en un signale monodimensionnel 1D. chose qui est imposée par l’utilisation de

chaines de Markov, pour cela il est possible d’utiliser des techniques qui permettent ce

genre de transformation, en parle ici de la courbe de remplissage de l’espace, en Anglai

space filling curve , qui est une technique de parcoure d’un espace multidimensionnel en

passant une et une seul fois par chaque point de cet espace (dans notre cas en parle

d’espace 2D), il existe plusieurs méthodes de passage d’une représentions 2D vers une

représentation 1D, on a utilisés le parcourt d’HILBERT-PEANO comme technique de

remplissage d’espace[17].

2.2.3 Parcourt de HILBERT-PEANO

En 1890 Giuseppe-Peano [1858-1932] proposa une technique qui permet le parcourt de

l’ensemble de points d’un espace en passant par chaque point en préservant la notion de

17



Chapitre 2 Segmentation par CMC

voisinage, un an plus tard (1891) David-Hilbert[1862-1943] proposa une manière de tracer

cette courbe[18].

Pour une image 2D La courbe d’HILBERT-PEANO est une courbe qui parcourt tout les

pixels en passant une seul fois par chaque point de l’image.

La préservation de voisinage est une propriété importante assurée par la courbe d’Hilbert-

Peano, le parcourt est aussi réversible c.à.d. qu’on peut revenir à l’image 2D initiale a

partir de la représentation monodimensionnel, cela est nécessaire pour la reconstruction de

l’image après que le traitement est achevé.

Ainsi, lorsqu’on parle d’une représentation d’une image à traité, on parle d’une

représentation sous forme de chaine, Et non pas une matrice. A la fin d’un parcourt

d’HILBERT-PEANO, l’image considérée comme une réalisation stochastique mono

dimensionnelle Y = (y1, ...yn), où N est le nombre Total de pixels dans une image et que N

= (L x C) tel que L et le nombre de lignes et C représente le nombre de colonnes [18].

2.2.4 Construction de la courbe HILBERT-PEANO

Rappelons qu’un parcours d’HILBERT-PEANO est une courbe continue dans un espace de

dimension n

Pour le cas d’une image 2D en parle d’un espace euclidien de dimension 2 (donc une courbe

plane)

On considère un carré, divisible en quatre petits carrés isométrique Pour construire la

courbe en suit les étapes suivantes :

1. En devise l’espace (image) en quatre carrées identiques

Figure 2.3: Devisions espace image

2. En trace une courbe reliant les centres des quatre carrés

3. En devise chacun des carrés en 4 autres carrés identique En copie la courbe tracées

dans l’étape 2 dans chaque ensemble de quatre carrés voisins droite-haut, droite-bas
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Chapitre 2 Segmentation par CMC

Figure 2.4: Etape d’initialisation

gauche-haut et gauche-bas mais cette fois en faisons pivoter la courbe dans les deux

ensemble de carrés supérieur de tel façon qu’une extrémité cöıncide avec celle de la

partie inferieurs

Figure 2.5: Duplication courbe

4. En relit les courbes pour qu’elles forment une nouvelle courbe continue ayant une

-extrémité appelée entré E et une extrémité appelée sortie S

Figure 2.6: étape intermédiaire

5. On refait l’opération jusqu’a remplissement de tout l’espace pixel composant l’image

2D. Est voila en a pu représenter notre image 2D par une courbe monodimensionnel

qui à chaque pixel de cordonné ligne-colonne (L, C) associe une abscisse n indiquant

19

MUSTAPHA.SAADA
Replace

MUSTAPHA.SAADA
Replace
iferieure



Chapitre 2 Segmentation par CMC

Figure 2.7: L’étape de parcoure final

le numéro d’ordre dans la courbe allons de la position initiale (1,1) n=1 jusqu’à

arriver a la position ou ce trouve l’extrémité finale (1,n)

Plusieurs manières de construction de la courbe existent, suivant le choix des

coordonnées initiales et finales, ainsi que les algorithmes permettant l’implémentation

de ces courbes.

2.2.5 Exemple de Construction de la courbe HILBERT-PEANO

- Soit l’image si dessous pour l’application du parcours d’HILBERT-PEANO

Figure 2.8: Images en niveau de gris

- après l’exécution des étapes du parcours d’Hilbert -Peano nous obtiendrons l’image

suivante

Nous observant que la courbe dans la Figure 2.9 passe par touts les pixels qui composent

l’image originale (N x N) de la Figure 2.8

L’opération de transformer la donnée bidimensionnelle en une autre monodimensionnelle

est une phase préparatoire pour la manipulation et le traitement de la donnée qu’en va voir

dans la partie suivante.
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Chapitre 2 Segmentation par CMC

Figure 2.9: Images après l’exécution du parcours d’HILBERT-PEANO

2.3 Modélisation statistique

On peut définir Un modèle statistique comme étant une description mathématique

approximative d’un mécanisme générant des observations, on parle ici d’un processus

stochastique et non pas déterministe exprimé par un ensemble de distributions et

d’hypothèses sur des variables aléatoires X1, ..., Xn. Chaque membre de la distribution est

une approximation possible de F : ça consiste donc à déterminer les variables qui

s’accordent le mieux avec les données.

Un modèle : est une représentation (modélisation) de la réalité faisant des hypothèses

explicites sur les processus étudiés qui peuvent (les hypothèses) être fausses, et qui permet

un raisonnement abstrait.

Un bon modèle est celui qui offre un bon compromis entre description juste de la réalité, la

facilité de manipulation mathématique, et la production de solutions proches de

l’observation. Le jugement qu’un modèle et bon ou pas nécessite une analyse de données et

des tests d’hypothèses.

Une variable aléatoire est une abstraction de la donnée manipulée dans un modèle. Dans le

cas d’une image en parle d’un critère relative au pixel, il peut designer l’intensité, la

luminosité ou le niveau de gris dans le cas d’une image en niveau de gris, comme ça peut

être un vecteur en trois composante représentant les valeurs en couleurs de base RGB

(Red, Green, Blue) dans le cas d’une image couleur.

Dans la section suivante nous débutant par exposer l’approche statistique général

Bayésienne pour la segmentation d’image et l’ensemble des modèles d’estimation des

paramètres et par la suite nous passons vers le model Markovien, et nous exposant a la fin

de cette partie les modèles d’estimation adéquate a ce model.
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Chapitre 2 Segmentation par CMC

2.3.1 Décision Bayésienne

Segmenter une image revient à rechercher des caractéristiques cachées a partir d’un

phénomène observé, et dans l’absence de liaisons déterministes entres phénomène caché et

observé, en peut aboutir à plusieurs résultats et configuration de segmentation possibles

pour la même observation initiale. Pour cela, la solution qui sembla la plus approprié est

l’approche statistique.

L’approche Bayésienne pour la segmentation d’image modélise le lien entre le phénomène

observé et le phénomène caché. Et a partir de la configuration observé une configuration

optimale et reconstruite.

Soit l’image observée ‘y’, y = (yi, ..., yn) considérée comme une réalisation aléatoire Y,

Y = (Y1, ..., Yn) où chaque pixel de l’image y est modélisé par une variable Yi qui prend sa

valeur dans R En doit estimer une réalisation dite cachée x, x = (x1, ..., xn) comme

réalisation aléatoire de X (à construire), X = (X1, ..., Xn) où chaque variable aléatoire Xi

représentera un pixel de l’image en sortie cette variable Xi prend ça valeur dans un espace

fini de cardinalité K identifié comme Ω = {1, ..., k}.

En utilisant le critère de maximum a posteriori, qui consiste à chercher une configuration x

maximisant la probabilité de X conditionnellement a Y, notée P (X = x/Y = y).

La règle de Bayes permet d’écrire

P (X = x/Y = y) =
P (Y = y/X = x)P (X = x)

P (Y = y)

En supposons que les données (pixels) sont conditionnellement indépendantes Alors en

peut écrire :

P (Y = y/X = x) =
∏
s

P (Y i = yi/Xi = xi)

L’objectif est de déterminer une estimation X̂ qui optimise certain critères, X̂ est

déterministe de y

Et

x = φ(y) avec φ : Ω→ Ω

Pour une estimation dans un cadre Bayesien :

Soit L une fonction de cout de Ω→ Ω dans R+

L est représente le cout de remplacement de x par φ(y). (La distance entre x et φ(y))

Avec

L(x, x′) ≥ 0L(x, x′) = 0⇔ x = x
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Chapitre 2 Segmentation par CMC

Le coût est toujours positif ou nul. Et l’objectif dans la théorie Bayésienne et d’avoir un

coût minimum.

Si le coût et nul, c à d que x = x′.

La fonction φ optimale est celle minimisant l’erreur conditionnelle a y

Et l’estimateur est donnée par

X̂ = φ(opt(y))

Plusieurs méthode d’estimation existent, en cite par exemple MAP (maximum a

posteriori), MPM (maximum a posteriori marginale) qu’on va voir la section suivante.

2.3.2 Maximum a posteriori (MAP)

L’estimateur maximum a posteriori, ou encore appelé maximum de vraisemblances, Part

du principe de pénaliser toute différence entre les deux configurations, la configuration

observée et la configuration a posteriori optimal (à calculer).

Cette méthode est basée sur le principe du tout ou rien

La fonction de cout ‘L’ dans ce cas est définie comme suit :

L(x, x′) = 1 si x 6= x′L(x, x′) = 0 sinon

La fonction φopt (minimise l’Esperance mathématique, et maximise la probabilité a

posteriori P(x/y))

X̂ = φopt(y) = Argmax[P (x = φopt(y)/y)]

En cherche alors la réalisation X̂ en fonction de y qui maximise la probabilité a posteriori

p(x/y)

2.3.3 Maximum A Posteriori Marginale(MPM)

Si en part du principe de différences locales entre deux configurations (différence en chaque

site d’une configuration) contrairement à la méthode MAP (tout ou rien).

La fonction coût est définie comme suit :

L(x, x′) =
∑

L(xs, x
′
s)

Donc c’est le nombre de différences locaux qui est pénalisé cette fois si.

En peut écrire alors :

L(x, x′) =
∑

L(xs, x
′
s) =

∑
sL(xs, x

′
s)

23

MUSTAPHA.SAADA
Replace

MUSTAPHA.SAADA
Replace
co^ut

MUSTAPHA.SAADA
Replace

MUSTAPHA.SAADA
Replace
e



Chapitre 2 Segmentation par CMC

La valeur optimale de φ(y) est de x̂ est :

x̂ = φopt(y)s = Argmaxφ[p(xs = φ(y)s/y)]

En arrive donc à maximiser la marginale a posteriori P (xs = φ(Xs/Y )] locale en chaque

site (pixel).

Le déroulement de l’estimation MPM est donné par l’algorithme suivant :

Remarque 2.3.1. :

Les estimateurs cités au dessous sont des estimateurs utilisés dans le cadre de

l’apprentissage supervisé, du fait que les paramètres sont préalablement connus (nombre de

classes, moyenne et matrice de covariance).

Dans un cadre d’apprentissage non supervisé, d’autres estimateurs existent. Dans ce qui

suite en va étudier un ensemble d’estimateurs et voir dans quelle situation sont ‘ils utilisés.

2.4 Chaine de Markov cachée

Les chaine de Markov caché (CMC) est un modèle statistique d’un processus consistant en

deux variables aléatoires variables (dans notre cas, les variables sont discrètes) X et Y, qui

changent leurs états séquentiellement. La variable X avec les états {x1, ..., xn} est appelée
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Chapitre 2 Segmentation par CMC

”variable cachée”, car son état n’est pas directement observable. L’état de Y change

séquentiellement avec un soi-disant dans notre cas, le premier ordre la propriété Markov.

Cela signifie que la probabilité de changement d’état de X dépend uniquement de son état

actuel et ne change pas dans le temps. Nous écrivons sous la forme:

P (Xt+1 = xi|X0...Xt) = P (Xt+1 = xi|Xt) = P (X2 = xi|X1)).

La variable Y avec les états {y1, .., ym} s’appelle la ”variable observable”, car son état peut

être observé directement. Y n’a pas de propriété de Markov, mais sa probabilité d’état

dépend de manière statique de l’état actuel de X [19].

Officiellement, un CMC est défini comme un tupleM = (n,m,A,B, π), où n est le nombre

d’états cachés, m est le nombre d’états observables, π est un vecteur n-dimensionnel

contenant des probabilités d’état cachées initiales, A est la matrice de transition n? n

dimensionnelle contenant les probabilités de transition telles que

A[i, j] = P (Xt = xi | Xt−1 = xj) et B est la matrice d’émission m ? n−dimensionnelle

contenant Les probabilités d’observation tel-que :

B[i, j] = P (Y = yi | X = xj).

Une chaine de Markov caché (CMC) M = (A, B, π) est défini par:

1. Un ensemble X de N états où X = {x1, ..., xN}. Un état à un instant donné t est

qt(qt ∈ X).

2. - m symboles observables dans chaque état, Y = {y1, .., ym}. Un élément Ot de Y

représente le symbole observé à l’instant t.

3. Une matrice A des probabilités de transition entre les états.

aij = A(i, j) = P (qt+1 = xj|qt = xi), ∀i, j ∈ [1..N ], ∀t ∈ [1..T ]

4. Une matrice B de probabilités d’observation de symboles.

bj(k) = P (Ot = vk|qt = sj), 1 ≤ j ≤ n, 1 ≤ k ≤ m

5. Un vecteur de probabilités π représentant la probabilité initiale de chaque état.

π = {πi}, i = 1, 2, .., N. πi = P (q1 = si), 1 ≤ i ≤ n
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Chapitre 2 Segmentation par CMC

2.4.1 Estimations des paramètres

L’estimation des paramètres sert à rendre les algorithmes de restauration non supervisés

à savoir applicables selon les valeurs des paramètres définissant le modèle. Prenant le

nombre de classes est k, donc les paramètres définissant la loi de Y sont au nombre de k2,

Lorsque les densités f1, f2, .., fk sont gaussiennes, ça nous donne les paramètres définissant

les lois de X conditionnelles à y sont au nombre de 2k (k moyennes et k variances). En

principe, Ces paramètres varient avec le cas étudié, pour un type de problème donné, ils

peuvent également prendre des valeurs significativement différentes.

Enfin, en notant l’ensemble des paramètres déterminant le modèle par 0, l’estimation de 0

à partir de la seule réalisation X = x qui est le problème préalable à la restauration. Ce

problème engendré du problème général de l’estimation des composantes d’un mélange de

distributions, où les dernières techniques de traitement consistent à utiliser des procédures

itératives.

Dans cette section nous présentons des méthodes d’estimation des paramètres dans les

châınes de Markov cachées.

1) Algorithme Espérance-Maximisation (EM)

Expectation Maximisation (EM), proposé par Baum et al [20]. Connu sous le nom

Forward—Backward Algorithm.

L’estimateur EM, est un algorithme itératif ayant le but de maximiser la vraisemblance

d’observation, c’est un algorithme qui assure des bons résultats, mais l’inconvénient de cet

algorithme c’est qu’il est couteux en termes de temps d’exécution.

Dans l’algorithme EM les classes sont supposées connues et l’estimation est sensible au

choix de l’initialisation Principes : Soit la fonction objective (les paramètres à estimer)

φ̂ = ArgmaxφP (Y = y/φ)

X le champ d’étiquète caché

En considère la maximisation de l’espérance conditionnelle

Q(φ/φ(k)) = Ex/y, φ[logP (X, y/φ)/y, Q(k)]

φ(k) est le vecteur des paramètres estimés à l’étape K.

L’estimation EM est exécutée itérativement jusqu’a convergence :

→ Expectation : calcule de Q(φ/φ(k))

→ Maximisation : (k+1) = argmaxφQ(φ/φ(k))
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Chapitre 2 Segmentation par CMC

Remarque 2.4.1. Notant que cet algorithme est sensible à l’initialisation. Donc EM peut

converger vers un point stationnaire (Maximum local).

En note aussi qu’il est de lenteur considérable (sauf pour des configurations de petites

tailles.

Ils existent Plusieurs algorithmes (dérivant de l’algorithme EM) variantes de l’algorithme

EM[21].

2) Stochastique Estimation Maximisation SEM

Stochastique Expectation Maximisation (SEM), proposé par Celeux et al [22][23]

L’algorithme SEM est une variante de l’algorithme EM, par l’adjonction d’une étape

stochastique dans laquelle un tirage aléatoire est effectué. Pour résoudre les limites de

l’algorithme EM où le nombre de classe supposé connu et la forte dépendance entre

solution et initialisation, les améliorations qu’apporte SEM sont:

– il suffit de connâıtre une borne supérieure du nombre de classes K ;

– la solution est largement indépendante de l’initialisation.

L’algorithme SEM permet de résoudre le problème de convergence de l’algorithme EM, et

permet d’éviter le blocage dans un maximum local en introduisant des perturbations à

chaque itération par le tirage aléatoire. Ainsi que SEM converge plus rapidement par

rapport à l’algorithme EM.

L’algorithme SEM réduit la difficulté de l’évaluation du terme Q(φ/φ(k)) de l’étape de

l’estimation

27

MUSTAPHA.SAADA
Replace

MUSTAPHA.SAADA
Replace
A



Chapitre 2 Segmentation par CMC

Le déroulement de l’algorithme SEM est comme suit :

- Initialisation des paramètres a estimé

- A chaque itération [k] :

• Simulation d’une seule réalisation x de X selon la loi a posteriori basée sur les

paramètres courants

• Ré-estimation des paramètres cij = p(st+1 = wj; st+1 = wi):

c
[q+1]
ij =

1

T − 1
1st=wi, st+1=wj

(tout se passe comme si le résultat du tirage était la vraie réalisation de X) ;

• Ré-estimation des paramètres définissant la loi du bruit (µ et Γ)

3) Itératif conditionnel Expectation ICE

Itérative Conditionnel Expectation (ICE), ou ‘Estimation Conditionnelle Itératif’ proposé

par Pieczynski [11][24][25] dont l’application aux châınes de Markov a été décrite dans

[26][27].

ICE, basé sur l’espérance conditionnel des estimations a partir des données complètes (x,

y), c’est un algorithme itératif produisant une suite d’estimation Q de paramètres, Q ∈ φ.

ICE est exécuté en trois étapes :

→ L’initialisation

→ L’induction

→ L’arrêt

Dans la phase de l’initialisation, l’estimation de Θ est effectuée à partir des données (y, X̂),

où X̂ est obtenu par l’application d’une méthode de classification tel que la méthode de

K-moyenne classification.

2.5 Critère d’arrêt

Le critère d’arrêt d’un algorithme d’estimation de paramètre est définie celons les

paramètres de la fonction d’objectifs, la qualité d’une segmentation va dépondre de cette

fonction objectif. Plus la valeur d’un paramètre s’éloigne de la valeur vrai, plus la

segmentation et moins correcte

28



Chapitre 2 Segmentation par CMC

2.6 Conclusion

Nous avons étudié le problème de segmentation d’image et on a devisé notre étude en

deux grands volets, dans le premier nous avons présenté une étude générale suivant une

approche Bayésienne où on a annoncé deux algorithmes classique d’estimation de

paramètres, l’algorithme MAP, et MPM.

Dans le deuxième volet on a étudier une approche plus adopté a la nature cachée liée a une

image à prédire a partir d’une image observée, dans ce deuxième volet on a annoncé trois

algorithme EM,SEM et ICE.

Il faut mentionner que d’autres variantes de ces algorithme et méthodes existent, ainsi que

quelque méthode combinent les deux grandes familles d’estimateurs cités au paravent

exemple EM+MPM, ICE+MPM, Dont le but de cette combinaison et de données plus de

souplesse et de rapidité à l’opération d’estimation pour la segmentation d’image
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Chapter 3
Implémentation et évaluation

3.1 Introduction

Dans ce chapitre nous avons fait des expérimentations sur des images, dans le but

d’aboutir à une segmentation d’image suivant quelque algorithme qu’on a déjà vu dans le

chapitre précédant.

En a choisie deux algorithmes, MPM commettant un algorithme pour le paradigme

Bayésienne, et l’algorithme EM pour l’estimation dans le cadre des chaines de Markov

À la fin nous allons fait une comparaison entre les résultats obtenus par les deux

algorithmes.

3.2 Outils d’implémentation

Les exécutions sont faites sous MATLAB en utilisant des primitives et des fonctions de la

bibliothèque de fonction MATLAB. Et on utilisé aussi quelque fragments de code open

source [28].

MATLAB offre un environnement d’exécution et de test et de visualisation très riche pour

le domaine de l’apprentissage automatique. Avec MATLAB, nous pouvons :

• Réduire le temps passé à accéder et pré-processer des données

• Utiliser des techniques de Machine Learning complexes sans connaissance préalable

• Avoir accès à des fonctions prêtes à l’emploi pour le traitement d’images et du signal

• Gérer des volumes de données importants, let faire du calcul parallèle.
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3.3 Mesures et Critères d’évaluation

Plusieurs critères en été pris en considération pour l’évaluation de la performance et la

robustesse d’un algorithme

L’observation reste toujours comme le premier et l’inévitable outil d’évaluation avant de

passer aux mesures et paramètres.

On a utilisé une autre mesures d’évaluation basée sur le calcule de taux d’erreurs entre

classification.

Le nombre d’itérations pour que le résultat de segmentation converge vers une valeur ou

configuration stationnaire

3.4 Jeu d’essai (Data set)

Les données de test sont des simple images facile a interprété, par l’œil nu.

3.5 Etape de prétraitement

La premier phase dans l’implémentation et la phase de prétraitement comme nous l’avons

déjà mentionné dans le chapitre 2 ; transformation en niveau de gris, parcours

Hilbert-Peano, le passage de l’image 2D a l’image 1D (signale monodimensionnel)

3.5.1 Image originale

Figure 3.1: Images original

Les images originales qui sont initialement des images de différentes extensions (couleurs)

(Figure 3.1) sont transformées en des images en niveau de gris
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3.5.2 Image en niveau de gris

Nous observant la transformation des images de l’image couleur ver l’image en niveaux de

gris (voir la Figure 3.2)

Figure 3.2: Images en niveau de gris

3.5.3 Parcours d’Hilbert – Peano

La Figure 3.3 montre le tracé de la courbe Hilbert- Peano pour les deux images pingouin et

université de Ghardäıa

Figure 3.3: Parcours HILBERT-PEANO d’images exemple 1 et 2

Comme nous l’avons déjà vu dans le chapitre 2 (Construction de la courbe

HILBERT-PEANO), ils existent plusieurs manières de construction de la courbe, et de

choix des points initiale
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3.5.4 Transformation en signale monodimensionnel

La Figure 3.3 montre des images où les pixels sont ordonnés en ligne et colonnes, et que la

courbe tracée passe par tous ces pixels, en faisant étirer la courbe d’une façon qu’elle forme

une ligne droite nous obtiendrons un vecteur où les deux extrémités cöıncident avec les

pixels initial et finale de limage.

3.6 Exemples de segmentation d’images par modèles

CMCs

Pour réaliser la segmentation par les chaines de Markov Cachés CMCs, nous considérons

deux images. Une première intitulée université Ghardäıa ,. L’autre appelée Pingouins ,

illustre bien entendue une Pingouins. C’est une image réelle. Les deux sont de taille

512x512 pixels, et sont traitées en considérant la caractéristique intensité. Signalons que la

procédure de segmentation est réalisée en utilisant les deux algorithmes EM et MPM qui

sera suffisamment détaillé dans le chapitre 2.

En fin une petite comparaison entre l’algorithme EM et MPM

Remarque 3.6.1. Img : l’image initiale de la segmentation.

K : défini le nombre de région de image ‘img’ qui segmenté.

step: Défini les nombres d’itérations on processus de segmentation.

3.6.1 Exemple 1

Segmentation l’image “ université Ghardäıa “ de Figure 3.2 par EM et MPM

Figure 3.4: Image et graphe initiaux en niveaux de gris exemple 1

Le graphe de la Figure 3.4 décrit la répartition des pixels en niveau de gris, en remarque

qu’il ya des valeurs ou sur le graphe montrant un saut de couleurs proche de la valeur 220

et la valeur 150.
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Figure 3.5: Etapes segmentation EM, MPM exemple 1
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Figure 3.6: Résultats de segmentation EM, MPM exemple 1

Interprétation résultats exemple 1

Les graphes pour (k=3,.., k=13) des deux algorithmes ont donnés des résultats proches, et

les paramètres ont convergé rapidement vers un résultat équilibré de niveaux de gris.

Le nombre d’itération n’a pas une grande influence a partir de la valeur 5 et nous avons

constaté qu’il y a pas de changement pour plus d’itérations des l’algorithme EM, MPM.

Alors que le nombre de classe pour chaque exécution donne plus de détails de segmentation.

3.6.2 Exemple 2

Segmentation l’image “ Pingouins “ par EM et MPM

Figure 3.7: Graphe de l’image Pingouins en niveau de gris

Le graphe de la Figure 3.7 décrit la répartition des pixels en niveau de gris, en remarque

qu’il ya des valeurs ou sur le graphe montrant un saut de couleurs proche de la valeur 160

et la valeur 10
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Interprétation résultats exemple 2

Les graphes pour (k=3,.., k=8) les deux algorithmes ont donnés des résultats proches, et

les paramètres ont convergé rapidement vers un résultat équilibré de niveaux de gris. Mais

a partir de k = 9 nous constatons que l’algorithme MPM n’a pas données des résultats

(image noir)

Alors que les résultats de l’algorithme EM sont acceptables Le nombre de classe, et le

chevauchement des couleurs des régions sur l’image de l’exemple 2 n’ont pas été bien

interprétés dans les résultats MPM

Dans cet expérimentation nous pouvons dire que l’algorithme EM a données un meilleur

résultat de segmentation que l’algorithme MPM, mais généralement il faut prendre en

considération que le nombre d’exemples n’été pas suffisent pour généraliser le jugement de

performance de tel ou tel algorithme.

3.7 Conclusion

Notons que le but d’une segmentation est de prédire une optimale construction d’une

image, et lorsque l’image initiale et d’une bonne qualité en observent que la segmentation

que nous expérimentant essaye de revenir a chaque définition de nombre de classe vers

l’image de niveau de gris initiale.

Les résultats peuvent être plus significatifs pour des images bruitées que pour des images

de bonnes qualités.

Le choix du nombre de classe a affecté les résultats d’expérimentations, et un résultat

meilleur nécessite la définition d’une optimale valeur pour le nombre de classe.

La contraint de choix du nombre de classe est la principale caractéristiques prise en charge

dans les solutions et les améliorations apportées aux algorithmes EM, et MPM par

l’introduction par exemple de calcule de k optimale par la méthode des k-means dans les

algorithmes SEM et ICE
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Conclusion Générale

Nous rappelons que l’objectif de ce travail été de mer une étude sur la segmentation

d’image par les chaines de Markov cachées, cela nous a conduit a passer par les définitions

de base de la théorie probabiliste et les fondements de la modélisation statistique chose qui

nous a demandé de faire un effort plus au moins intéressent pour mieux comprendre le

sujet de ce mémoire.

L’objectif sous-jacent, mais le plus intéressent dans cette étude, et d’appliquer les

technique de l’apprentissage automatique dans le domaine de l’imagerie, et d’apprendre à

faire une projection du monde réelle observé sur un monde discret et de savoir établir la

modélisation la plus adéquate.

Nous avons réussis à connaitre et a rassembler les ficèles nécessaires pour une future

compréhension plus profonde du problématique, et pour finaliser la phase d’implémentation

qui reste incomplète a cause de la non métrise des critères d’évaluations et de mesure des

performances.

Comme perspective, nous envisageons de reprendre les approches d’estimation et de

segmentation SEM, ICE et de les implémenter, aussi de faire exploité d’autres solution qui

existent et que nous les avons pas cité dans ce manuscrite, et d’autre algorithme hybrides

pour formé une vision exhaustive sur l’apprentissage dans la segmentation d’image.
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Figure 3.8: Etapes segmentation EM, MPM exemple 2
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Figure 3.9: Résultats de segmentation EM, MPM exemple 2
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