bl e audla s o SN )

-

REPUBLIQUE ALGERIENNE DEMOCRATIQUE ET POPULAIRE
LS—A_.L—!J‘ g}};___________.«“ 9 LSH 2“ f :1 L] "H ijj

Ministere de I’Enseignement Supérieur et de la Recherche Scientifique
S Y 2 7 9| S—
Université de Ghardaia
Lmsd 5 Sly psdall s

Faculté des Sciences et de Technologie
S eV 5 Sl ol
Département des Mathématiques et Informatique

MEMOIRE

Présenté pour I’obtention du dipléme de MASTER
En : (Informatique)
Spécialité : (Les systemes intelligents pour L’Extraction des connaissances(SIEC) )

Par : (KERFOUH KAMLA et TERBAGOU NAIMA)

Sujet

La Prédiction des Routes avec les Regles Sequentielles
dans les Reseaux VANET

Soutenu publiquement,le 14 / 06 / 2016 , devant le jury composé de :

M.Ziadi Djeloul Professeur Univ. Ghardaia Président
Melle Amirat Hanane Maitre assistant A Univ.Ouargla encadreur

M. Ouled Nouaui Maitre assistant Univ .Ghardaia Examinateur 1
Slimane

Année Universitaire 2015/2016




Table des matiéres

Table de figures

Liste de tableau

AADSTIACT ...t 5
INtrOUCTION GENETAIE........c.ee et e ra et e e te e e sreeneeenes 7

I. Fouille de données

00 I Lo oo [0 Tod o] o ISR 10
1.2 Définition de fouille de dONNEES.........ccoviiiieieieee e 10
1.3 Motivations des fouilles de dONNEES...........ccveveieieie i, 10
1.4 Processus de PECD ...ttt e e e e e a e nnes 11
1.4.1SEIECtiON dE HONNEES .......ooiveeieeiciee ettt ne e e e 11

I. 4.2 Nettoyage et ’intégration des dONNEES ..........cccovriiiieiiiiieiice e 11
1.4.3 Transformation de ONNEES ..........coeiieiiiiiicieie e 12
IR N B T U W 411 1L OSSPSR 12
1.4.5 Interprétation et EValUAtioN..............cccueiieiiiiie i 12
1.5 CommUNAULES IMPIHGUEES ......ccveiivieie ettt sreeteeeesneas 12
1.6 Taches de fouille de dONNEES .........cceii i 13
1.6.1 ClaSSITICALION ....cveeiiiieie ittt ne e 13
1.6.2 ESTIMALION. ....cuiiiiiieiiie sttt sttt re e e 13
T T o =T [ Tox o] SRS PRSRPSSRSSN 14
1.6.4 Groupement par SIMITTUE........c.ooiiiiiiiiiee s 14
1.6.5 ANAIYSE ES CIUSTEIS ... 14
[.6.6  DESCIIPTION ...ttt bbbttt b bttt 14
1.7 Techniques de fouille de dONNEES FD ..........coouiiiiiiiieie e 14
1.7.1 TECNNIQUES SUPEIVISEES .....eeeieiieiieiete sttt sttt sttt skttt bbbt 15
[.7. 0.1, ArDres de dECISION ......cveiiieie ettt 15

1.7.1.2 RESEAU T8 NEUIONES ..ot e et e e e e e e e e et e e e e e e e e e e et e e e e e e e e e eaeeeens 15



| .7.1.3 ClasSificateurs DAYESIENS .........cciveiieieiieieee et e e nne e 17

1.7.1.4. K plus proches Voisins (K-Nearest Neighbors)........cccccoveiveviiceciecn e 17
A R T | (153S] o USSR 18
1.7.2 TEChNIQUES NON SUPEIVISEES .....eveerieiiieiieeiesee st estesee s e ete st e ste e esteeaessaesreeeesneenneans 19
1.7.2.1 Techniques de classification NON SUPEIVISEES ........cccceevivereeiieiieerie e e esee e, 19
1.7.2.2 Clustering par partitionNEMENT ..........c.cccveiieiieiieie e 19
1.7.2.3 CluStering NIErarChigqUe..........ccooveiririiieiie e e 19
1.7.2.4 Clustering basé Sur 1a densSité ...........cccverieieieieie e 19
1.7.2.5 Clustering basé sur 1es grilles ... 20
1.7.3 REZIES A’ aSSOCIALION ... .ottt 20
1.7.3.1 Extraction des motifs fréQUENES ..........cooeiiiieiiiee e 21
1.7.3.2 Génération des Motifs frEQUENTS .........coeiiiiiiciee e 21
1.7.3.3 Génération des régles d’asSOCIAtION .......ccvvveeiriiiiieiiiiie e 21

1.8 Fouille de données séquentielles (extraction des motifs séquentiels)..........cccccevvvevveiiennn, 21
1.8.2 Découvrir les régles SEqUENLIENES ...........coeiieiieii i 22
1.8.3 Méthodes et les algorithmes des motifs séquentiels...........cccoveveiieiieieiic i, 23
1.8.4 Régles séquentielles standard et partialement ordonnées ...........c.ccocveveiievecciecienenn, 23
1.8.4.1 Regles séquentielles standard ..............cccoiveiiiiiicic e 23
1.8.4.2 Reégles séquentielles partiellement ordonngé ...........cccccevveiiiicie e, 24

1.9 Fouille de données SPAtIAle ...........ooeieiiiiiieiee e 24
1.10 Fouille de données tEMPOTEHIE .........ooviiiiiieiee e 25
000 o] 0 [ ) o S SUSS SRR 25
IR 3 72 e (T 3 PSSR 26
1.2 DETINITIONS ....veeieeie ettt st et e st et e teeseesseenteenteeseesseenseaneenneas 26
0 (o 1o 1= 0o GRS 26
11.2.2 Segment de route (road SEGMENT) .......coeiiriiieieie et 26

11.2.3 Séquence de segment (chemin. Motif de mouvement)...........ccccceveeieiieie e s, 27



11.2.4 GPS, DGPS et MapMatChING ......c.coiueiieiiiieiieic et 27

[1.3 REVUE 0E 18 HEEEIATUIE ......eevieeieieie e 28
11.3.1 MOUEIE STASTIQUE........eceeeieeie ettt e reesne e neenne e 28
11.3.2 modéle data MINNING........ccoiiiiieii et 30

T1.4 CONCIUSION ...ttt bbbttt b bbbt e 34

1 Etude eXPerimeNtale..........ooiiiiiiice e 35

[11.2 Partie 1 : Présentation de I’approChie..........ccooveieiieiiiiiiiiiesieeeee e 35
111.2.1 Régles séquentielles pour la prédiction des routes (ARSPR).........ccocooieviieneieenn, 35
[11.2.2 Préparation des données (Pré-pProCessing) ......coeerereeererierereseneeiesesieseseseeseeseenes 36
111.2.3 Génération de la trace de MODIlItE............ccovieiieieiiie e 37
[11.2.4 Nettoyage de 12 TrACE .......ccviiiieieiie e 38
[11.2.5 Module de PrédiCtion.........ccoeiiiiiieisere e 39

[11.2.5.1 Génération des régles SEqUENLIENIES ............cooviirireiiniiee e 40
111.2.5.2 Prédiction a base des regles séquentielles extraites..........c.cceevvevereeiveiieseennnn, 40

1.3 Partie 2 : IMPIEMENTAION ..........cciiiiiieii e re e sneas 43
[11.3.1 Etude eXPEMMENTAIE .........oeveeeeeeetee ettt 43
111.3.2 Environnement de traVail...........cccoooiiiiiiiiiieee e 44
111.3.3 Jeu de donn@es (DataSet) ........cceccveiieiieiieiie ettt 44
[11.3.4 Description de Dataset............ccccuiiiiiiiiiiiiiiii e 45
[11.3.5 Parametres d'@ValUation ...........ccceieiiieiiceeieese e 46
T11.3.6 RESUITALS. ... .cvvevieeieieie sttt sttt s e e e e tesresneenaenaeneeneeneas 46

[11.3.6.1 Taux d'apprentissage (Training_ratio) ........ccocevereriririeiiene e 47
111.3.6.2 Taille de fenétre (WINAOW-SIZE) .......cceeviiiiriiiiie i 48
[11.3.6.3 IMIINSUP .ttt bbbttt b bbb 50
[11.3.6.4 Parameétre de Nombre des VENICUIES .........ccooveiveii e 52
o o] 0 [ o PSSRSO 53

CONCIUSION QENETAIE ........oeceeeciecie et e e e et e e be e e sreereenes 54



Bibliographie



Abstract

Predicting future movement of moving objects has attracted a great attention these days. It has
emerged as an important technology topic in many applications related to intelligent
transportation systems (ITS) and Location based services (LBS). Many prediction models
have been applied in this problem basing on data mining techniques (i.e. neural network) or
probabilistic models (i.e. markov modeles). However, mining sequential rules from sequence
databases is active research topic and broadly applied for many real-world scenarios.
Recently, several extensions of the problem of sequential rule mining have been proposed to
address specific needs. In this thesis, we propose to apply sequential rules for route
prediction problem. We aim to further compare the prediction performances of a new kind of
sequential rules called partially order sequential rules with standard sequential rules. Our
proposal is evaluated using synthetic dataset. The experiments show promising results that
outperform standard sequential rules.

Key works: future movement, route, prediction, sequentially rule, partially ordered sequential
rules, standard sequential rules, ITS, LBS.

Résume

De nos jours, la prédiction de futur mouvement d'un objet mobile a attiré une attention
croissante des chercheurs. Elle est une tache ayant de multiples applications surtout pour les
systemes de transportation intelligents (STI) et services basés sur la localisation (SBL).
Plusieurs modéles de prédiction ont été proposés dans la littérature basés sur la fouille de
données (ex: les réseaux de neurones, les régles séquentielles) ou des modeles statistiques (ex.
modeéle de Markov). La génération des regles sequentielles est un sujet de recherche actif et
largement appliqué pour nombreuse applications du monde réel. Récemment, plusieurs
extensions du probleme de génération des régles séquentielles ont été proposées. Dans ce
mémoire, nous proposons d'utiliser les régles séquentielles pour la prédiction des routes. Nous
suggérons ainsi a appliquer un nouveau type des regles appelé regles séquentielles
partiellement ordonnées (POSR) dont le but est de étudier et comparer les performances de ce
nouveau type avec les régles séquentielles standard. Notre proposition a été évaluée en
utilisant une large trace synthétique de mouvement des véhicules. Les expériences ont montrée
des résultats prometteuses avec l'utilisation des régles séquentielles dans le probléme de
prédiction des routes.

Mots clés: future mouvement, route, prédiction, regles seéquentielles, regles séquentielles

partialement ordonnées, STI, SBL.
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Introduction générale

Introduction générale
1- Contexte et motivations

Prédire les futurs mouvements est d'une grande importance pour nombreuses applications
dans plusieurs contextes. Un des contextes le plus important est notamment I'amélioration de
la qualité des systemes de transport intelligents (Intelligent Transportation Systems) en
fournissant des données de trafic en temps réel et donc la possibilité de predire la congestion.
Simplement dit, si nous pouvons prédire les futurs mouvements des véhicules, nous serons en
mesure d'estimer les futures congestions et les dangers de la circulation. Une autre utilisation
de la prédiction des routes est I'optimisation de la consommation de carburant. Les chercheurs
de Nissan ont montré qu'il est possible d'économiser le carburant jusqu'a 7,8% si la route est
connue a l'avance [1]. Dans le contexte des services basés sur la localisation (Location based
services), la prédiction de routes peut étre utilisée dans la publicité ciblée pour livrer des
messages publicitaires a des clients qui sont susceptibles d'approcher des magasins d’intéréts.
La prédiction de future route consiste a trouver le futur segment de route pour un utilisateur
mobile (ex: conducteur). Elle est principalement basée sur I'nypothese que le comportement
des utilisateurs présente une régularité spatiale. Par exemple une personne a toujours la
tendance de prendre la méme route de la maison vers son lieu de travail. Pour cette raison, un
nombre important des trajets (trips) d'une personne sont répétées et donc il est possible de

prédire qu'il ou elle prendra cette route.

2- Problématique et objectifs

Actuellement, la prédiction de route a attiré une grande attention de la communauté des
chercheurs. La plupart des approches de prédiction proposées consiste a appliquer des
techniques d'apprentissage machine, tels que: réseau de neurones, régles séquentielles, etc. ou
des modeéles statistiques comme les modéles de Markov. Il y a beaucoup de raisons derriére le
choix de ces techniques pour probléme de prédiction des routes (1) la prédiction est une tache
majeure de data mining cela justifie l'utilisation de ces techniques pour ce probleme (2) la
prédiction n'est pas exacte tout le temps vue qu'elle est effectuée avec une certaine probabilité,
ce qui rend les modeéles statistiques un outil approprié pour un tel probléme. Par conséquent,
ces techniques/modéles ont démontré une grande précision lors de I'application pour la

prédiction de route.
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Cependant, certaines limitations peuvent étre signalées [1] une bonne prédiction dépend de la
définition d'un ensemble de paramétres de configuration tels que le poids, une architecture
appropriée (ex: réseaux neuronaux) et/ou quelques approches de prédiction proposées
supposent que la prédiction de future segment de route ne dépend que de précédent segment
(cas de modele de markov de 1" ordre) ou exigent la construction d'un modéle qui a une
complexité exponentielle, si plus d'un élément est considéeré (cas des modeles de markov de
K™ ordre). Ces hypothéses peuvent rendre la prédiction irréaliste ou irréalisable dans certains
cas.

Pour répondre a certaines de ces limitations, nous proposons, dans ce travail, une nouvelle
approche de prédiction des routes basee sur les regles séquentielles. Prédire a l'aide de regles
séquentielles a l'avantage d'étre non supervisée, évolutive (scalable), et tolérante au bruit
(noise tolérent).

Dans le contexte de la prédiction des routes, les regles sequentielles ont été appliquées dans
les travaux de [2]. Le probleme majeur avec cette approche est que I'idée de leur travail a été
bien présentée alors qu’aucune étude expérimentale n'a ét¢ menée afin de montrer I'efficacité
(exactitude) de leur approche.

Dans ce mémoire, nous ameliorons sur cette approche en proposant d'utiliser un nouveau type
de regles séquentielles nommeées régles séquentielles partiellement ordonnée [3] a la place
des régles séquentielles standard. Les regles séquentielles partiellement ordonnées ont une
propriété intéressante d'étre plus général que les regles séquentielles standard. Par conséquent,
plusieurs regles séquentielles standard peuvent étre représentées par une seule regle
séquentielle partiellement ordonnée.

Une autre caractéristique intéressante des regles partiellement ordonnées est la notion de
fenétre de temps (time window). Avec ces regles, l'utilisateur peut générer des régles de la
forme X-> Y ou X et Y doivent étre proche les uns aux autres en respectant le temps. Par
exemple, un utilisateur veux générer les régles apparues dans trois itemsets consécutifs dans
les séquences ce qui est trés adapté au probléme de prédiction de future route ou le prochain
segment de route qui doit étre prédit et non pas n'importe segment dans le futur dans le cas
des regles séquentielle standard. En outre, ce genre des régles séquentielles ont présenté une
grande amélioration de l'exactitude de prédiction, comparant avec les régles séquentielles
standard, lors de leurs application pour la tche de prédiction des recommandations web avec

réel et large datasets. [3]
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3- Contribution

Les principales contributions de ce travail sont résumées comme sulit:

1. Nous développons un nouveau modele prédiction des routes basées sur les regles
séquentielles.

2. Introduire et appliquer un nouveau type de régles séquentielles.

3. Nous avons mene une étude expérimentale sur le modele sur une large dataset.

4- Organisation de mémoire

Le reste de ce mémoire est organisé comme suit. Le chapitrel présente des définitions et
techniques de la fouille de données requises pour la compréhension de ce domaine. Chapitre2
donne quelques définitions liées a notre probléeme de prédiction et présente I'état de l'art des
travaux existants dans la littérature. Nous concentrons le plus sur la fouille de données
séquentielles. Le troisieme est composé de deux principales parties: présentation de I'approche
et étude expérimentale. La premiére partie est consacrée a la présentation de notre nouvelle
approche de prédiction des routes. L'évaluation du modéle proposé ainsi que les résultats
expérimentaux sont montrés dans la deuxiéme partie. A la fin de ce mémoire, nous présentons
notre conclusion générale. Nous y dressons le bilan de notre approche et nous présentons les

perspectives de recherche.



Chapitre [ : Fouille de donnée

.1 Introduction

La fouille de données est un domaine qui est apparu avec I’explosion des quantités
d’informations stockées, avec le progrés important des vitesses de traitement et des supports
de stockage. La fouille de données (FD) vise a découvrir, dans les grandes quantités de
données, les informations précieuses qui peuvent aider a comprendre les données ou a prédire
le comportement des données futures. La fouille de données utilise depuis son apparition
plusieurs outils de statistiques et d’intelligence artificielle pour atteindre ses objectifs.
Dans ce chapitre on s’intéresse au définition globale de fouille de données puis on passant
sur les taches utilisés au FD puis on détaille sur les techniques de FD et les algorithmes
appropries de chaque technique finalement on va terminer avec quelque d’autre type de FD
avanceées. On utilise dans cette mémoire les termes suivants pour exprimer la notion de fouille

de données FD ou DM Data mining.

1.2 Définition de fouille de données

La fouille de données est définie comme étant le processus de découverte des
nouvelles connaissances en examinant de larges quantités de données (stockees dans des
entrepOts) en utilisant les technologies de reconnaissance de formes de méme que les
techniques statistiques et mathématiques. Ces connaissances, qu’on ignore au début, peuvent
étre des corrélations, des patterns ou des tendances générales de ces données. [4]
La fouille de données a aujourd’hui une grande importance économique du fait qu’elle
permet d’optimiser la gestion des ressources (humaines et matérielles).
Elle est utilisée par exemple :
— Organisme de crédit : pour décider d’accorder ou non un crédit en fonction du profil du
demandeur de crédit, de sa demande, et des expériences passées de préts.

— Optimisation du nombre de places dans les avions, hotels, sur réservation. [5]

1.3 Les motivations des fouilles de données
La fouille de données est motivée par les arguments suivants :
v" Les données traitées concernent a la fois des attributs qualitatifs et quantitatifs, ce qui
justifie les étapes de discrétisations pour obtenir des contextes booléens ;
v Les données sont volumineuses : des objets par millions, des attributs par milliers.
v" Ces caractéristiques posent de nombreux problemes algorithmiques ;

v' La fouille de données poursuit un but d’exhaustivité des connaissances découvertes.

10
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v A la différence des techniques statistiques, ce ne sont pas seulement les tendances
globales des données qui sont recherchées mais également des propriétés locales qui

concernent un petit nombre d’objets ;
v Dans I’optique des méthodes d’exploration qui permettent d’aider ’expert dans sa

prise de décision, il est souhaitable que 1’aide fournie soit clairement justifiée,

expliquée. [6]

1.4 Le processus de PECD

Le processus de 1’extraction de connaissance a partir de données) ou KDD (Knowledge
Discovery in Databases) est un processus interactif et itératif, impliquant de nombreuses
étapes avec beaucoup de décisions faites par 1’utilisateur. Ce processus découpé en

5 étapes. [7]

Interprétation
f évaluation

Data mining

—

Transformation

/ Data Warehouse

{entrepot)

______________________________________________________________________________________________________________

Figure 1-1: les étapes de processus d'ECD

1.4.1 La sélection de données
Dans cette phase les données se filtrent par la réduction de la dimension et de la taille de

données. La réduction peut étre faite par des techniques statistiques d’échantillonnage . [8]

I. 4.2 Le nettoyage et ’intégration des données
Cette étape consiste a la détection et la suppression des erreurs, du bruit, de 1’incohérence

de données pour améliorer leur qualité et I’intégration de données de sources multiples. [8]

11
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1.4.3 La transformation de données

Cette étape consiste a préparer les données brutes et les convertir en données appropriées. [8]

1.4.4. Data mining
Le data mining (DM) ou fouille de données est au coeur du processus d’ECD, il se référe a
une série d’activités comme le choix du type de la tiche de DM, la sélection de la technique et
d’algorithme de DM et I’extraction des modéles.

D’abord, le type de la tiche de DM doit étre choisi en se basant sur I’objectif attendu, une
technique de DM appropriée est alors utilisée. Une fois que cette technique est choisie, un
algorithme particulier est associe. Le choix d’un algorithme de DM inclut une méthode pour
chercher les modéles dans les données. Cette décision doit apparier la technique de DM
particuliére a 1’objectif global de I’ECD. Tout le probléme de DM réside dans le choix de la
technique adéquate a un probléme donné. Il est également possible de combiner plusieurs

techniques pour essayer d’obtenir une solution optimale globale. [7]

1.4.5 Interprétation et évaluation

Analyser I’intérét de la connaissance (résultat) et vérifier sa validité (sur le reste de la base
de données). Réitérer le processus si nécessaire, gérer la connaissance découverte par la
mettre a la disposition des décideurs et I’échanger avec d’autres applications (systéme expert,

etc).

1.5 Communautés impliquées

Le DM s’implique dans tous les domaines Voici un liste non exhaustive des applications

possibles du DM par secteur d’activités.
- Grande distribution et VPC: Analyse des comportements des consommateurs, recherche
des similarités des consommateurs en fonction de critéres géographiques ou socio-
démographiques, prédiction des taux de réponse en marketing direct, vente croisée et
activation sélective dans le domaine des cartes de fidélité, optimisation des
réapprovisionnements.
- Laboratoires pharmaceutiques: Modélisation comportementale et prédiction de
médications ou de visites, optimisation des plans d’action des visiteurs médicaux pour le
lancement de nouvelles molécules, identification des meilleures thérapies pour

différentes maladies.

12
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- Banques: Modélisation prédictive des clients partants, détermination de preé-
autorisations de creédit.

- Assurance: Modeéles de sélection et de tarification, analyse des sinistres, recherche des
critéres explicatifs du risque ou de la fraude, prévision d’appel sur les plates-formes
d’assurance directe.

- Aéronautique, automobile et industries: Contréle qualité et anticipation des défauts,
prévision des ventes, dépouillement d’enquétes de satisfaction.

- Transport et voyagistes: Optimisation des tournées, prédiction de carnets de commande,
marketing relationnel dans le cadre de programmes de fidélité.

- Telécommunications, eau, énergie: Simulation de tarifs, détection de formes de
consommation frauduleuses, classification des clients selon la forme de 1’utilisation des

services, prévision de ventes.

1.6 Les taches de fouille de données

L’utilisation du DM dans différents domaines a peu résoudre une multitude de problemes
d’ordre intellectuel, économique ou commercial. Ces problémes peuvent étre exprimés, dans
leur formalisation, dans 1’une des six tiches suivantes : la classification, 1’estimation, la
prédiction, le groupement par similitude, I’analyse des clusters et la description.

Les trois premicéres taches sont des exemples de datamining supervisé¢ dont le but est d’ utiliser
les données disponibles pour créer un modéle décrivant une variable particuliére prise comme
but en termes de ces données. Le groupement par similitude et 1’analyse des clusters sont des

taches non-supervisées ot le but est d’établir un certain rapport entre toutes les variable

1.6.1 La classification
La classification consiste a examiner des caractéristiques d’un élément nouvellement présenté
afin de I’affecter a une classe d’un ensemble prédéfini. [9]
Elle permet de créer des classes d’individus .Celles-ci sont discretes:
Homme / femme, oui / non, rouge / vert / bleu, ...etc. [9]

Un exemple des techniques utilisees pour accomplir cette tache sont les arbres de décisions.

1.6.2 L’estimation
L’estimation est similaire a la classification a part que la variable de sortie est numérique

plutdét que catégorique. En fonction des autres champs de I’enregistrement, 1’estimation
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consiste a compléter une valeur manquante dans un champ particulier. La technique la plus

appropriée a I’estimation est: le réseau de neurone.

1.6.3 La prédiction

La prédiction ressemble a la classification et a 1’estimation mais dans une échelle temporelle
différente. Tout comme les taches précédentes, elle s’appuie sur le passé et le présent mais
son résultat se situe dans un futur généralement précisé. La seule méthode pour mesurer la
qualité de la prédiction est d’attendre. [8]

Les techniques les plus appropriées a la prédiction sont : les régles d’association, les arbres

de décision, les réseaux de neurones.

1.6.4 Le groupement par similitude

Le groupement par similitude consiste a déterminer quels attributs "vont ensemble”. Elle
est considérée comme la tache la plus répandue dans le monde du business, ou elle est appelée
I’analyse du panier du marché. Elle présente 1’association des recherches pour mesurer la
relation entre deux et plusieurs attributs. Les régles d’associations sont de la forme "Si

antécédent, alors conséquent”. [8]

1.6.5 L’analyse des clusters

Le clustering (ou la segmentation) est le regroupement d’enregistrements ou des observations
en classes d’objets similaires. Un cluster est une collection d’enregistrements similaires I’un a
’autre, et différents a ceux existants sur les autres clusters. La différence entre le clustering

et la classification est que dans le clustering il n’y a pas de variables sortantes. La tache de

clustering ne classifie pas, n’estime pas, ne prévoit pas la valeur d’une variable sortantes. [7]

1.6.6 La description
C’est souvent I’une des premicres tiches demandées a un outil de DM. On lui demande de
décrire les données d’une base complexe. Cela engendre souvent une exploitation

supplémentaire en vue de fournir des explications. [8]

1.7 Les techniques de fouille de données FD
Les techniques de FD ou DM peuvent étre classifiés selon 1’information a priori les

techniques supervisees et celles dites non supervisées.
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1.7.1 Les techniques supervisées

Les techniques supervisées proposent une classification des objets en s’appuyant sur un
modele préétabli d’exemples ou d’échantillons sélectionnés au hasard.

Ces techniques ont pour objectif d’assurer les taches supervisées : classification et régression.
On peut citer dans une liste non exhaustive : les arbres de décision, les réseaux de neurones,

les classificateurs bayésiens, les machines a vecteurs de support, les K plus proches voisins et
la régression.

1.7.1.1. Arbres de décision

Un arbre de décision permet de représenter les objets étudiés sous une forme arborescente,
selon une hiérarchie des attributs déterminée par un calcul d’entropie. Ces méthodes sont
populaires pour la présentation synthétique des données qu’elles fournissent, ainsi que pour la
clarté des explications concernant la décision rendue.

Surprenant

MNon Oui

Mon Oui

Figure 1.2: Un arbre de décision simple
Pour construire un tel arbre, plusieurs algorithmes existent : ID3, CART, C4.5, etc.

1.7.1.2 Réseau de neurones

Les réseaux neurones (ou réseaux connexionnistes) utilisent 1’analogie avec I’architecture
physiologique du cerveau humain.

Les neurones sont des entités élémentaires qui recoivent des signaux en entrée et transmettent
a d’autres neurones des signaux de sortie qui résultent d’une combinaison des signaux
d’entrée. Les premiers neurones d’entrée sont reliés aux valeurs des attributs d’un objet. Par

exemple pour la reconnaissance d’images, ce sont les pixels allumés ou éteints. Les neurones
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de sortie indiquent la valeur finale de la décision, c’est-a-dire la classe de 1’objet. Des

neurones intermédiaires sont organisés en couches et I’ensemble constitue un réseau.

Pendant sa phase d’apprentissage, des objets sont présentés au réseau et lorsque la réponse

differe de la classe supervisée, un algorithme de rétro-propagation modifie les comportements

des neurones intermédiaires. Techniquement, un tel réseau calcule des équations d’hyper-

plans séparateurs des classes, selon un algorithme de descente de gradient. Les réseaux de

neurones ont connu un rapide succes, particulierement pour le traitement des images.

Cependant, il est tres difficile d’expliquer comment la décision est rendue par ces réseaux, du

fait de la grande complexité de leur architecture. [6]

X1

X2

X3

X4

X5

X6

Dendrites

Gt L,

Connection
synaptigqus

Noyau

Figure 1-3: Neurones biologique

Figure 1-4: Réseau de neurone artificiel
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1.7.1.3 Les classificateurs bayésiens

Les classificateurs bayésiens sont des classificateurs statistiques. lls peuvent prévoir des
probabilités d’appartenance aux différentes classes, telles que la probabilité qu’un échantillon
donné appartient a une classe particuliére.

La classification bayésienne est basée sur le théoréeme de Bayes. Les études comparant des
algorithmes de classification ont trouvé un classificateur bayésien simple connu sous le
nom de classificateur bayésien naif aussi performant que les autres classificateurs : d’arbre de
décision, réseau de neurones, etc.

Ces classificateurs bayésiens ont également montré de grande précision une fois appliqués
méme dans des grandes bases de données. Les classificateurs bayésiens naifs supposent que
I’effet d’une valeur d’attribut sur une classe donnée est indépendant des valeurs des autres
attributs. Cette prétention s’appelle 1’indépendance conditionnelle de classe. Elle est faite
pour simplifier les calculs impliqués et, dans ce sens, il est considéré «naif».

Les réseaux bayésiens de croyance (belief) sont des modéles graphiques, qui a la différence
des classificateurs bayésiens naifs, permettent la représentation des dépendances parmi des
sous-ensembles d’attributs. Des réseaux bayésiens belief peuvent également étre employés
pour la classification. [2]

e Lethéoreme de Bayes

Soient A, B et C trois événements. Le théoréeme (ou régle) de Bayes démontre que :

Pr[B|A.C]Pr[A|C]
Pr[B|C]

Pr[A|B,C] =

— Pr[B|A, C] est la vraisemblance de 1’"evénement B si A et C sont verifiés ;

— Pr[A|C] est la probabilité a priori de I’"evénement A sachant C ;

— Pr[B|C] est la probabilité marginale de 1’"evénement B sachant C ;

— Pr[A|B, C] est la probabilité a posteriori de Asi B et C.

Dans cette formulation de la regle de Bayes, C joue le rdle de la connaissance que 1’on
a. [1]

1.7.1.4. Les K plus proches Voisins (K-Nearest Neighbors)
C’est une méthode de classification qui propose une analyse de similitude entre des données
en utilisant la distance entre elles .L’algorithme fait un calcul de distance entre tous les

individus et chaque objet est classé dans le groupe ou se trouvent ses K plus proches voisins,
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Quand on parle de voisin cela implique la notion de distance ou de dissimilarité. La distance

la plus populaire est la distance euclidienne:

D((x4,%5,.... %), (wg,up,...,u,) = ﬂl'q(xi —u )2+ (- )2 + ..+ ((x, - u,))2

Contrairement aux autres méthodes de classification (arbres de décision, réseaux de
neurones, etc.) ’algorithme KNN ne construit pas de modele a partir d’un échantillon
d’apprentissage, mais ¢’est I’échantillon d’apprentissage, la fonction de distance et la fonction
de choix de la classe en fonction des classes des voisins les plus proches, qui constituent le
modéle.[2]

Figure 1-5: -

’algorithme = KNN
1.7.1.5 La - & W & -
régression . »'

L’analyse de

régression comme
la corrélation N ont leur
origine  dans le
travail de célebre

généticien Francis Galton (1822-1911). Dans les statistiques, I’analyse de régression signifie
le modele mathématique qui établit (concrétement, par 1’équation de régression) le
raccordement entre les valeurs d’une variable donnée (variable dépendante) et les valeurs
d’autres variables (facteur prédictif/variables indépendantes). L’exemple le plus connu de la
régression est peut- étre 1’identification du rapport entre la taille d’une personne et le poids,
évaluant de ce fait un poids idéal pour une taille spécifique. L’analyse de régression se rapport
en principe :

— A la détermination d’un rapport quantitatif corrélation (liaison) entre des variables
multiples;

— Aux prévisions des valeurs d’une variable selon les valeurs d’autres variables

(déterminant 1’effet des «variables de facteur prédictif » sur la «variable dépendante») [7].
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1.7.2 Les techniques non superviseées
Les meéthodes non supervisees construisent des modéles sans information a priori. Ces
méthodes ont pour objectif d’assurer les tiches non supervisées: clustering, régles

d’association, etc.

1.7.2.1 Techniques de classification non supervisées
Beaucoup de techniques de classification non supervisées ou clustering ont été proposees
dans la littérature. Les algorithmes de clustering peuvent étre classifiés selon la méthode
adoptée pour définir des clusters en :
— Clustering par partitionnement (Partitional clustering)
— Clustering hiérarchique (Hierarchical clustering)
— Clustering basé sur la densité (Density-based clustering)

— Clustering basé sur les grilles (Grid-based clustering)

1.7.2.2 Clustering par partitionnement
Les technigues par partitionnement créent un partitionnement des points de données, d’un
seul niveau. Si k est le nombre désiré de clusters, alors les approches par partitionnement
trouvent typiquement tous les k clusters immédiatement.
Les techniques par partitionnement sont divisées en deux sous-catégories principales: les
algorithmes basés sur les médoides et les algorithmes basés sur les centroides. Pour cette

technique il ya deux algorithmes les plus connus: K-medoid et K-means.

I.7.2.3 Clustering hiérarchique

Le clustering hiérarchique construit une hiérarchie de clusters, ou, en d’autres termes, un
arbre de clusters ou dendrogramme. Ce dendrogramme décrit I’ordre dans lequel les points
sont fusionnés (vue de bas en haut) ou les clusters sont fractionnés (vue de haut en bas)
Il'y a deux approches de base pour générer un clustering hiérarchique :
— Agglomérative: commence par des clusters d’un seul point (singleton) et fusionne
récursivement deux ou plusieurs clusters les plus appropriées.
— Divisive: commence par un cluster de tous les points de données et fractionne récursivement

le cluster le plus approprié.

1.7.2.4 Clustering basé sur la densité
Cette méthode de clustering est basée sur la notion de la densité. Son idée genérale est

d’accroitre le cluster tant que la densité (nombre d’objets ou de points de reperes) dans le
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voisinage dépasse un certain seuil ce qui signifie que pour chaque point de repéres dans un
cluster donné, le voisinage d’un rayon donné doit contenir au moins un nombre minimum de

points. Un des algorithmes les plus bien connus de cette catégorie est le DBSCAN

1.7.2.5 Clustering basé sur les grilles
Le clustering basé sur les grilles divise I’espace en un nombre fini de cellules qui forment
une structure de grille sur laquelle toutes les opérations pour groupement sont effectuées.
L’avantage principal de I’approche est sa durée de transformation rapide, qui est typiquement
indépendante de la quantité des donnees.
L’algorithme STRING est un exemple typique des algorithmes basés sur les grilles, les
algorithmes CLIQUE et WaveCluster sont deux algorithmes de groupement qui se basent sur

les grilles et la densité en méme temps.

1.7.3 Les régles d’association
L’extraction des régles d’association est sans doute une tache «phare» de DM qui a attiré le
plus D’attention des chercheurs et pour laguelle beaucoup de travaux ont été effectués.
L’analyse du panier de la ménagere est I’'une des applications typiques de |’extraction des
régles d’association.

Une régle d’association de la forme T ; — T, ou Ty et T, sont des motifs. T, est appelé
la prémisse ou I’antécédent de la régle, et T, est la conclusion ou le conséquent de la régle ou
T 1N T, = ¢p. Cette technique permet la découverte de regles intelligibles et exploitables dans
un ensemble de données volumineux, régles exprimant des associations et corrélations entre
motifs ou attributs dans une base de données.

L’extraction des regles d’association se fait en général en deux étapes. La premiere consiste
a extraire I’ensemble des itemsets fréquents (motifs fréquents), la deuxieéme génére des regles
a partir de ces motifs. [2]
Définition 1(Motif fréquent): Soient | =iy, ..., in un ensemble de m items et B =1y, ..., t, une
base de données de n transactions. Chaque transaction est composée d’un sous ensemble
d’items lp €1. Le sous-ensemble I’ de taille k est appelé un k-motif. Une transaction t; contient
un motif 7’ si et seulement si Iy €t,. Le support d’un motif I’ est la proportion de transactions

de B qui contiennent /. Le support est donné par la formule suivante. [2]

It € B,I' € t
It € B|

Support(I”) =
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Un motif dont le support est supérieur ou égal au seuil minimal du support minsup, défini

par I’utilisateur, est appelé un motif fréquent. [7]

1.7.3.1 Extraction des motifs fréquents

Cette section a pour objectif de présenter brievement les principes de fonctionnement de
quelques algorithmes d’extraction des motifs fréquents. La littérature fait état d’un nombre de
plus en plus important.
. Cependant, on se retrouve face a un trés grand nombre des motifs fréquents, ce qui réduit
considérablement, non seulement 1’efficacité mais aussi 1’utilité de la tache. En effet, un grand
nombre de motifs fréquents conduit a beaucoup de régles d’association, car rappelant qu’ a
partir d’un seul k-itemset fréquent on peut générer 2 k régles. Ceci impose a I’utilisateur de
fouiller dans les régles pour trouver les régles les plus intéressantes. C’est pourquoi, d’autres
alternatives ont été¢ proposées, notamment dans 1’extraction des représentations condensées

des motifs fréquents.

1.7.3.2 Génération des motifs fréquents
Plusieurs algorithmes traitent le probléme de la recherche des motifs fréquents. Nous citons,

a titre d’exemple : Apriori, ApriorTID, Partition, etc.

1.7.3.3 la génération des régles d’association
Pour générer les régles d’association, on considére 1’ensemble F des motifs fréquents
trouvés dans la phase de génération des motifs fréquents. Pour chaque motif fréquents I, on
considére tous ses sous-ensembles. A partir de ces sous-ensembles fréquents, on génére toutes
les regles solides. La génération de régles d’association est beaucoup moins colteuse que la
recherche des motifs fréquents, car il n’est plus nécessaire de faire des parcours coiiteux de la

base de transactions. [7]

1.8 La fouille de données sequentielles (extraction des motifs sequentiels)
L'extraction de motifs séquentiels est un sujet d'exploration de données concerné a trouver
des modeles statistiguement pertinentes entre les exemples de donnees ou les valeurs sont
livrées dans une séquence. |l est généralement présumée que les valeurs sont discretes, et
donc I'exploitation miniére des séries chronologiques est étroitement liée, mais généralement
considéré comme une activité différente. L’extraction de motifs séquentiels est un cas

particulier de I'extraction de données structurées.
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Définition 1: Soit A = {ay, a,, ..., an} un ensemble de n attributs. Chaque attribut a; de A est
également appelé item. Un itemset | est un ensemble d'items non vide noté I = (iy, iz, ..., i) OU
ije AetVi, j€eli#j. Silitemset I contient k éléments, il est appelé k — itemset.

Définition 2: Soit C un ensemble de clients et D un ensemble de dates. Soit C* € C un client
et d € D une date. Une transaction constitue, pour C, I'ensemble des items | associés a
(achetés par) C a la date D et s'écrit sous la forme d'un triplet : <C’, D, I >.

Définition 3: Un motif séquentiel (également appelé séquence) est une liste ordonnée non
vide d'itemsets notée <s; S; ...k >, ouU Sj est un itemset.

Une séquence de données DS représente les achats d'un client : soit Ty, Ty, ..., Ty les
transactions d'un client, ordonnées par id — date croissants et soit itemset (T1) I'ensemble des
items correspondant a Ti, alors la séquence de données de ce client est D =< itemset (T;)
itemset (T,) ... itemset (T,) >. Exemple 1 Soit C un client et S =< (a) (b ¢)(f) >, la séquence de
données représentant les achats de ce client. S peut étre interprétée par C a acheté I'item a,
puis en méme temps les items b et ¢ et en n I'item f. [10]

Plusieurs algorithmes ont été proposés pour trouver tous les motifs séquentiels dans une base
de données tels que CM-SPADE, PrefixSpan et GSP. Ces algorithmes prennent en entrée une
base de données de séquence et un seuil de support minimal (minsup). Ensuite, ils vont sortir
tous les motifs séquentiels ayant un support au moins minsup. Ces modeles sont censés étre
les motifs séquentiels fréquents.

Définition 4: Une base de données de clients BD est I'ensemble des séquences de données des
clients. Soit C I'ensemble des clients, BD est donnée par : BD = {DSc|c € C)}, [12]

ID Séquence
S1 {(@(ab)(d)}

S2 {(a.b)(a.b.d)(b.c)()}

S3 {(b.c)(b.d)(f)}

Tableau 1.1: représente une base de donne de séquence
Définition 5: Le support d'un itemset |1 dans BD, noté supp (I, BD) ou supp (1) quand le
contexte est clair, est le pourcentage de tous les clients dans BD dont l'union des transactions
contient | : supp(l, BD) = {DS € BD || € S vd €D itemset (DSd)}|/|{DS € BD}|.[12]
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1.8.2 Découvrir les regles séquentielles

La découverte de la régle séquentielle a été proposée comme une alternative a I'extraction de
motifs séquentiels de prendre en compte la probabilité qu'un modele sera suivi.

Une régle sequentielle est une régle de la forme X => Y ou X et Y sont des ensembles
d'éléments (itemsets). Une regle X =>Y est interprétée comme si les objets dans X se produit
(dans un ordre quelconque), alors il sera suivi par les éléments de Y (dans l'ordre). Par
exemple, considérons la régle {a} => {e, f}. Cela signifie que si un client article d'achat "a",
le client sera ensuite acheter les articles "e" et "f". Mais I'ordre parmi les objets dans {e, f} est
pas important. Cela signifie qu'un client peut acheter "e" avant "f" ou "f" avant "e".

Pour trouver des régles séquentielles, deux mesures sont généralement utilisées: le support et
la confiance. Le support d'une regle X => Y est le nombre de séquences contient les articles
de X suivis par les articles de Y. Par exemple, le support de la regle {a} => {e, f} est de 3
séquences car {a} apparait avant les éléments de {e, f} en trois séquences (s1, s2 et S3).

La confiance d'une regle X =>Y est le support de la regle divisée par le nombre de séquences
contenant les articles de X. Il peut étre compris comme la probabilité conditionnelle

P (Y | X). Par exemple, la confiance de la regle {a} => {e, f} est 1 (ou 100% si écrit comme
un pourcentage), parce que chaque fois gu'un article d'achat du client "a", il a ensuite acheter
"e" et "f" dans la base de données par exemple. Un autre exemple est la regle {a} => {b}.

Cette regle a un support de 2 séquences et une confiance de 0,66 (soit 66%). [11]

1.8.3 Les méthodes et les algorithmes des motifs séquentiels
Plusieurs algorithmes ont été propose pour recherche des motifs séquentiels ,nous citons par
exp : GSP (Generalized Sequential Patterns) , SPADE et VPSP (Vertical Prefix-Tree for

Sequential Pattern).

1.8.4 Les regles séquentielles standard et partialement ordonnées
Dans les regles sequentielles il existe deux types: les regles standard et les regles

partiellement ordonnée.

1.8.4.1 Les régles séquentielles standard
Une régle séquentielle est une régle d’association a laquelle on rajoute le facteur temps. La
recherche de régles séquentielles est un processus complexe et passe par différentes étapes

notamment, la recherche de motifs sequentiels, etc.
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D’autre part est une régle séquentielle SR (X= Y) peut étre défini comme une relation entre
les deux séquences en X, Y S Itel que XNY =0, X, Y # @. X est appelé antécédent tandis
que Y est le conséquent de SR.

(Support): Le support d'un itemset X est défini comme étant le nombre de séquences du
SDB ou les articles de X se produit, divisé par le nombre de séquences dans SDB.
(Confiance): SR donnée (X=Y) une regle séquentielle, la confiance des SR est Conf (SR) =
Support (XUY) / support (Y)

1.8.4.2 Les régles séquentielles partiellement ordonné
Considérons le PR de la regle (P=L). PR est dit étre partiellement ordonné si les éléments de
P se produisent dans une séquence (dans un ordre quelconque), les éléments aura lieu par la
suite dans la méme séquence (dans un ordre quelconque). Simplement dit, les exigences de
une commande séquentielle a I'intérieur de I'antécédent X et a l'intérieur de la Y conséquente
de la régle sont éliminé. Mais I'exigence d'une relation séquentielle entre lI'antécédent et en
conséquence d'une regle est préservée. [12]

La regle {rs2, rs3} = {rs4} apparait en 15" et 4*™¢ séquences. Cela signifie que si route

secteur rs2 et rs3 apparait dans une sequence dans un ordre quelconque, il sera suivi par rs4.
Comme tout autre algorithme pour I'extraction des régles séquentielles, deux seuils minsup et
minconf nécessité étre réglé par un utilisateur.

Une regle séquentielle partiellement ordonné (X=Y) est généré si et seulement si le
support de ses articles est supérieur a minsup et sa confiance est supérieure a minconf. Par
exemple, considérons-la motif de mouvement SDB. La régle {rs2, rs3} = {rs4} a un appui
de 0,5 car il apparait pour V1 et V4. De plus, sa confiance est 1 parce que son antécédent
seulement apparait dans V1 et V4.

Les regles séquentielles partiellement ordonnées ont la propriété intéressante d'étre plus
générale que les regles séquentielles standards.

1.9 Fouille de données spatiale

La FD spatiale est I'application de I'exploration de données pour les modéles spatiaux. Dans
le secteur minier de données spatiales, les analystes utilisent I'information géographique ou
spatiale pour produire l'intelligence d'affaires ou d'autres résultats. Cela nécessite des
techniques et des ressources spécifiques pour obtenir les données géographiques dans des

formats pertinents et utiles. Les défis impliqués dans I'extraction de données spatiales
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comprennent l'identification de motifs ou de trouver des objets qui sont pertinents pour les
questions qui animent le projet de recherche. Les analystes peuvent étre a la recherche dans
un champ de base de données a grande ou une autre tres grand ensemble de données afin de
trouver seulement les données pertinentes, en utilisant des outils SIG (systéme informatique

géographique) / GPS ou des systemes similaires. [12]

1.10 Fouille de données temporelle

FD temporelle peut donc étre définie exactement comme la fouille de donnée avec la
particularité de bien traiter les données temporelles. Les étapes qui la composent sont aussi les
mémes sauf I'étape de transformation qui est un peu plus poussée pour pouvoir gérer la

complication des données temporelles. [13]

1.11 Conclusion

Dans ce chapitre nous avons étendu les notions globales de fouille de données on
s’intéresse aux différents algorithmes utilises au DM surtout les reégles séquentielles qui ont

un partie trés important de notre travail qui est la prédiction des routes.
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1.1 Introduction

De notre jour a cause des technologies existantes tel que les réseaux wifi et le GPS et les
smart phones plusieurs taches et recherches sont possible & réaliser dans les VANETs® un de
ces taches est la prédiction des routes pour les utilisateurs des routes. Dans ce contexte il
existe plusieurs recherches et essayes avec différentes technologies et méthodes, tel que les
méthodes statiques comme les modeles markovien et les reégles d’association.

Dans ce chapitre, on va présenter les définitions de base concernant la prédiction des routes et

quelques techniques utilisé pour faire clair ce sujet.
11.2 Définitions

11.2.1 Road network
Un réseau routier est un graphe orienté G (N, RS), ou N est I'ensemble des jonctions reliés par

des segments de route de I'ensemble de tous les possibles segments de route RS dans une carte

donnée.

Figure 2.1: trace d'un voyage dans le road network

11.2.2 Segment de route (road segment)
Un segment de route avec un Sr identificateur unique est représenté par un bord

unidirectionnel entre deux nceuds. Comme le montre la figure2.2. [14]

1 VANET (véhicule Adhoc Network) :Un réseau VANET est un réseau de communication entre véhicules intelligents

équipés de calculateurs, de périphériques réseau et de différents types de capteurs.
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Segment de routel

Segment de route2

Figure 2-2: segment de route

11.2.3 Séquence de segment (chemin. Motif de mouvement)

On a I’ensemble des routes P= [ry 1, 73 ,] est defini par une séquence de segment route

traversé par un vehicule pendant son voyage dans une zone géographique. Par exemple dans
le tableau 1. Il y a quatre vehicules V:{V1, V2, V3, V4} chaque véhicule a sa route exprimé
par I’identificateur s; ou la véhicule V3 traverse le segment sr,suivie par les segments srs,

sr7 - successivement. [14]

Véhicule Motif de mouvement
V1 ST, ST, STy, ST,
V2 STy, S12,573,75
V3 51y, ST, TSy
V4 STy ,ST3,57,5Tg

Table 2.1 : véhicules et ces segments de route

11.2.4 GPS, DGPS et MapMatching

Systemes de positionnement global (GPS) ont été utilisés pour fournir des informations sur
I'emplacement des objets qui sont équipés d'un récepteur GPS. Avec l'aide de 24 satellites
stratégiquement placé en orbite autour de la Terre, des objets GPS compatible (fixes ou
mobiles) peuvent étre trouvé, la condition que la ligne de vue directe avec les satellites. en
recevant les informations provenant de différents satellites, les véhicules peuvent estimer leur
position selon cette information recu avec des techniques telles que I'neure d'arrivée (Time of
Arrival ) (TOA) .
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Cependant, ces informations ne sont pas exacts en raison de I'erreur de localisation connue
dans les récepteurs GPS, qui peuvent atteindre jusqu'a 30 m. Cela peut étre un probleme dans
d'applications VANET de types urgence qui nécessitent une localisation précise. Un autre
probléme avec le GPS est la ligne de contrainte de vue, et cela se produit lorsque des
obstacles tels que des batiments, des tunnels, ou arbres par exemple obstruent ou peut-étre
interférer avec la ligne de mire directe des récepteurs, GPS a besoin pour recevoir des
informations GPS. Cela pourrait aussi rendre la précision inapplicable pour les applications
VANET qui nécessitent des informations de localisation précises.

Afin de gérer les problemes d'erreur de localisation associée a GPS, une mise a jour technique
a été introduite, qui fait usage d'un récepteur stationnaire GPS avec un emplacement connu et
les erreurs de localisation similaire a d'autres récepteurs. Cette technique de localisation par
GPS, connu sous le nom GPS différentiel (DGPS), fournit les véhicules se déplacant avec des
informations d'erreur différentielle entre la position réelle d'un récepteur GPS fixe et celui qui
est recu d'un satellite pour le méme récepteur. Une fois que cette erreur est calculée par le
récepteur GPS fixe, il diffuse a tous les autres véhicules afin de synchroniser leurs récepteurs
en conséquence.

MapMatching a été considérée comme un outil utilisé pour améliorer la localisation d'un
véhicule en mouvement et non pas comme une technique de localisation réelle. En mesurant
la position d'un véhicule en mouvement & l'aide d'un dispositif de localisation (par exemple
GPS), MapMatching peut trouver cet emplacement sur une carte (map) pré-chargée et repérer
I'emplacement du véhicule sur ces cartes (maps). La collecte de différents points de
localisation au cours d'une période de temps peut donner a l'utilisateur une approximative idée

du voyage que ce véhicule a été a travers. [2]

I1.3 Etat de D’art

A cause de I’importance de la prédiction des routes et possibilit¢ de la réaliser plusieurs
travaux ont été faites et plusieurs modeles ont été proposés pour atteindre une meilleure
prédiction . ces modéls peuvent etre regrouper en deux catégories: les modéle statiques et les

data maning.

11.3.1 modéle statistique
Plusieurs travaux ont été proposés dans les modéles satistiques comme le modéle markov,

nous citerons quelques exemples:
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Simmons (2006) [15] ont utilisé le modele de Markov caché (HMM) et I'information
contextuelle (jour de la semaine, le temps et la vitesse du véhicule) dans un corpus de
46 voyages dans la région du Michigan, aux Etats-Unis. Le taux de prédictions
correctes était de 98%. Cependant, seulement 5% des transitions d'un segment & un
autre produit dans les intersections entre les routes, tandis que les 95% restants étaient
connectés a un seul autre segment de route, ce qui réduit la difficulté de la prédiction
du segment suivant. Pour les 5% de transition est survenue dans les virages, la vitesse
de prévisions correctes se situait entre 70% et 80%.

Le travail de (Uma Nagaraj2011) [16] utilise les modeles statistiques pour la
prédiction des routes. Pour chaque modele ils ont donné une route de véhicule comme
entrée alors ils peuvent prédire seulement le segment suivant de la route. Basant sur le
modele de Markov simple ou caché (HMM) pour prédire la route de conduite a court
terme, sur la route qui ne prend pas les conditions de circulation dynamiques en
compte. Ou en utilisant VMM qui déploie PST(Probabilistic Suffix Tree (PST)
algorithm) pour générer les modéles de mobilité de prédiction des route & long terme,
qui peut étre appliqué pour des vrais conditions de circulation pour prédire la future
trace de conducteur.

En (2008) travail de Krumm [17] la mise au point de son modele est la prédiction a
court terme, a savoir, seuls les segments suivants. Son modele utilise le modéle de
Markov pour la prédiction, et apres avoir observé les 10 derniers segments parcourus
par un utilisateur, il est possible de prédir le prochain avec une précision de 90%.
Pour prédire les 10 prochains segments , la précision baisse du taux a 50%.

(Xipeng Wang 2015) [18] utilise un modele de Markov de premier ordre pour
construire une matrice de probabilité de transition contenant la probabilité associée a
chaque liaison. Les algorithmes de réduction des données sur la matrice de probabilité
ont été proposées. Un probléeme majeur lié a cette approche est que I'ensemble de
données utilisé pour valider le travail, contient un seul conducteur qui est insuffisant
pour représenter l'exactitude de précision approuveé dans leur travail.

(Attila Istvan Petroczi 2009) [19] propose trois modeles de prédiction, le premier
modele statistique basé sur les itemsets fréquents, deuxieme modele de Markov de n
ordre ou n <4 et le troisieme est un Pattern Matching Modéle adaptant .le modéle. La

meilleure précision a éteé rapportée par le second modele, avec 70%.

29



Chapitre II : Etat de I'art

= Dans (Disheng Qiu 2013) [20] les auteurs ont mis en place une approche
probabilistique basé sur un modéle de Markov caché (HMM). lls ont essayé de
surmonter certaines limites liées aux données recueillies a partir d'appareils GPS tels
que lincertitude, et donc d'améliorer la précision de prédiction de route et le
prédiction de destination. Comme mentionné dans la section précédente, une
limitation de probléme lié a des modeles de Markov , avec I'hypothese que le route
suivant ne dépend que de la route réelle courant pour un conducteur.

= Dans (Francisco Dantas.2015) [21] ont proposé la préediction des routes et
destinations par 1’utilisation de technique de partial matching (PPM). La base de
donnée a été créé a partir des déplacements réels et capturés a 1’aide d’une application
installé dans les smart phones des participant de ce travail ,les résultats obtenu pour
les 15% des route 1’occurrence est de 32.02%.et 50% des routes 45.06% est obtenu .et
85% des routes 46.02%.

11.3.2 modéle data minning
L’application de data mining dans le cadre de la prédiction de route a deux formes : les
réseaux de neurones et 1’extraction des motifs séquentielles.

= parmi les travaux base sur les réseaux de neurones on trouve deux architectures
de réseau de neurones ont été utilisé: 1’architecture de feed-forward (Tomaés
Mikluscak 2012) [22], et I’architecture bidirectionnelle récurrente (Alexandre de
Brébisson 2015) .

= En (Alexandre de Brébisson 2015) [23] une approche des réseauxneurones
presque entiérement automatisé pour prédire la destination d'un taxi basé au début
de sa trajectoire et les métadonnées associées (heure de départ, id du pilote,
I’information de client ). un réseau neuronal bidirectionnel récurrent est utilisé
pour encoder la representation de préfixe de taxis,et les metadonnées associées.

» Dans (Tomas Miklus¢ak, Michal Gregor, and Ale§ Janota.2012) ils sont travaillés
sur des algorithmes et méthodes pour 1’utiliser dans la prédiction des routes, ces
méthodes sont base sur les réseaux des neurones, et utilisent les routes parcourus
par la voiture pour la data set, deux data set avec différentes tailles sont utilisé
dans ce modele. L’occurrence approche de 60%.

= (Chen L. 2010) [24] ont tenté de prédire en méme temps la destination et le futur
itinéraire d'une personne. Depuis les données d’ un vrai GPS, les auteurs ont

proposé de regrouper les lieux importants que I'utilisateur peut déroger ou aller , en
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utilisant FBM (Forward-Backward Matching) algorithme de clustering. Les
trajectoires sont abstraites puis extraites les modéles de mouvement a l'aide d'un
algorithme de CRPM étendu. Les facteurs importants doivent étre considerés et
fixés lors de I'extraction des motifs et des régles séquentielles (1) Seuil(minsup) La
valeur requise pour le modele d'extraction et (2) la confiance associée a des régles
générées.

(JOSH JIA-CHING YING 2013) [25] a défini un nouveau type de motif fréquent,
appelle GTS pattern (motif de GTS), qui prend en compte les comportements des
utilisateurs motivés par les traces géographiques(Geaographic-triggered) ,les traces
temporels(Temporal-triggered) et les traces sémantique. Sur la base du modele
GTS, et il a proposé un nouveau cadre de frame work appelé GTS-LP prédire le
prochain emplacement d'un utilisateur mobile.

(FernandoTerroso-Saenz1 2015) [26] Le travail base sur un modele de mobilité en
ligne. par I’utilisation d’une architecture client /server. la solution proposée dans
ce modéle introduit un nouveau mécanisme de prédictions. il donne définition
d'une nouvelle méthode basé sur la vitesse et 1’abstraction du route, et traiter les
événements obtenus avec le clustering, basé sur la densité qui sont stockés sous
forme multi graphe, tout en ligne.

(Kohei Tanaka et al2009 ) [27] ont proposé I'utilisation d'une nouvelle méthode de
prediction de destination cette méthode est un systeme de navigation faire la
prédiction de destination et fourni des informations au I’utilisateur de véhicule
(temps d’arrive). Ils ont évalué la méthode (AM (Alternative way Method).DM
(Departure Method). BM (Basic Method) CM (Context
Method HM)(hybridmethod))
basé sur un systéeme prototype. lls ont clarifié les situations dans lesquelles la
méthode proposée fonctionne bien, pour l'intégration de ces méthodes proposées
de différentes facons de changement de la situation.

Le travail de (Huei-Yu .L et al) [28] est base sur le mode de transport et de
comportement sémantiques pour prédire le prochain emplacement d'un utilisateur.
Cette technique utilise le modele de Markov caché pour trouver la relation entre
les utilisateurs de mode de transport et leur comportement sémantique. On prend

en consédération qu’ils ne demandent pas d'histoire de données de voyage. Ils
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peuvent faire une prédiction, méme si les utilisateurs mobiles n’ont jamais été a cet

endroit avant et pas d'autres données de formation existent.

= (Merah A 2013) [2] dans ce travail, il a proposé initialement les schémas de

communication pour recueillir I” historiques des chemins de véhicules. Apres avoir

recueilli tous ces chemins et la détermination de support minimal (minsup), les

plus fréquent chemins parcourus par véhicules peuvent étre extraits et utilises

comme motif de mouvement des véhicules. Selon minimum valeur de confiance

(minconf), un ensemble de regles séquentielles sont générées a partir de ces motifs

extraits par la suite .et la de prédection de la future route d'un véhicule. Ce travail

qui est le pus proche de notre travail .

) o Modele destination )
Travail Cathegorie o Exactitude
de prediction ou route
_ _ Modéle
Simmons (2006) Stastique Les deux Entre 70 et 80 %
de Marckov HMM
Uma
o _ Modéle )
Nagaraj,Nivedita Stastique Route Pas mentionne
N de Marckov HMM
N.Kadamdié (2011)
Krumm(2008) Stastique Marckov modéle Route 70%
38% et couvrage
_ _ Modele o
XipengWang (2015) | Stastique Route de  prediction
de Marckov SMM
61%
Attila _ Modéle
Stastique
Istvan de Marckov Route 70%
Petrdczi (2009). SMM,HMM,VYMM
Routes
) _ 15%-50%-85%
Francisco Stastique
PPM Les deux 32.02%-
Dantas. (2015)
I’occurrences :
45.06%-64.02%
Modéle
Disheng Qiu (2013), | Stastique de Marckov Les deux 70%
HMM VMM
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CRPM
Chen L. (2010) Data mining | (contuniuos  route Route 71.86%
pattern mining)
Fernando
Terroso- . Clustering base sur
Data mining ) Route 8%-90%
Saenzl - Mercedes densite
Valdes-Vela(2015)
TomasMikluscéak. o
Datamining | Reseau de neurones Les deux 60%
(2012)
Alexandre de o o ]
o Datamining | Reseau de neurones Destination Pas mentionne
Brébisson (2015)
JOSH JIA-CHING . Reégles sequentielle )
Data mining Route Pas mentionne
YING
Modéle HMM
_ de Marckov | Semantic pattern 58.2%-61.3%
Huei-Yu .L etaal ) ) Route
Semantic (sematic 67.5%-68.3%
pattern behavior label)
o ] ) Mouvement
Merah A 2013 Data mining | Motif sequentielles 43.92%
(route)
Kohei Tanaka et | Trip o 86%-84%-72%-
) BM,AM,DM,HM Destination
al(2009) matching 95%

Table 2.2: Table de travaux de prédiction des routes
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Figure 2.3: schema résume les travaux précedent

11.4 Conclusion

Dans ce chapitre on a défini des concepts liés a la prédiction des routes pour arrive a bien
comprendre la prédiction et ces applications. La prédiction des routes est un de ces
applications. Plusieurs travaux ont étaient faite, parmi ces travaux le travail de [2] comme il
montre les travaux situé dans ce chapitre. lls ont utilisé différents modéles et technique
comme le modéle de Markov, I’extraction des régles séquenticlles selon les avantages de
chaque modele, est pour but d’amélioré la prédiction de route et atteindre une prédiction

réalisable avec plus d’exactitude dans les résultats.
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I11.1 Introduction

Nous avons présenté, dans les précédents chapitres, un apercu des techniques de la fouille de
données en concentrant le plus sur les regles séquentielles suivis par un état de Il'art des
travaux dans la littérature qui traitent le probléme de prédiction des routes

Le présent chapitre sera consacré a la présentation de notre nouvelle approche de prédiction

des routes basée sur les regles séquentielles. elle est composé de deux principales parties:

Partie 1- (Présentation de I'approche) Nous exposons, dans cette partie, la démarche de
prédiction qu'on a proposé en détaillant les différents modules de notre Framework de

prédiction développé.

Partie 2- (Etude expérimentale) Afin de valider et tester l'approche proposée, nous avons
mené plusieurs expériences. Nous présentons dans cette partie les résultats de ces

expérimentations en variant une liste des parametres relatifs a notre systeme de prédiction.
I11.2 Partie 1 : Présentation de I’approche

111.2.1 Les regles séquentielles pour la prédiction des routes (ARSPR)

Nous allons présenter, dans cette section, notre nouvelle Approche basée sur les Regles
Séquentielles pour la Prédiction des Routes (ARSPR). Nous commencons par la présentation
de l'architecture générale d'’ARSPR (voir figure 3.1). Nous exposons, par la suite, les deux
modules de systéme: préparation des données et prédiction. Ce dernier module est composé
de son tour en deux sous modules: 1) génération des regles séquentielles et 2) prédiction des

routes basée sur les regles générées.
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Les étapes de pré-processing Les étapes de pré-prédiction

Trace de SUMO

1
|
seipt
Python : . . .,
! La génération des régles La prédiction
! séquentielles [minzup,
1 minconf, windowsize]
Préparation '
Dataset :Extraction ses ! W, Le modele des .
1 L] DI:IMIIII!
segment de route ' MOUVEMEnt s ~| Test] Tutd:a}
' d'un véhicule 1
'
- W, 5 Sl
H Données de : 5.
Programme ! formation|données Ve | 50,505, 5
lava H d'apprentissages- Les régles
' Traning Dat iné
¥ ; renine peta) Vo | Besesd générales
Mettoyaze de Dataset ' ¥
L
' Les regles
. séquentielies
L
: |
I
: W
! La prediction de
! .
pré-processing : la suivante route
des données :
1
1
1
1
1
1

Figure 3.1: Architecture de systéme de prédiction ARSPR

111.2.2 La préparation des données (pré-processing)

Ce module a pour but de préparer le jeu de données (dataset) pour la prédiction des routes. I
consiste a géenérer initialement la trace de mobilité des véhicules en basant sur un scenario de
mobilité avec SUMO 0.17 [29]. Un ensemble des scripts pythons et un programme java sont
utilisés, par la suite, afin de nettoyer la trace et préparer la dataset finale en préservant que les
informations requises pour la prédiction. Les principales étapes de cette phase sont présentées

dans figure 3.2.
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D1234567891011 1131
r': 474849 50 5152 53 5455 56 57 58
Les Lo aénération Lo 440 47 808980 41 0093 4 &
fichiers Do s nettoya 118 119 120 121 122 13 14 125 126
des S =e Q00 208 204 05 206 207 206 209 21
scenario || | : 208 209 230 231 232 233 234 235
%e SUMO | 261 260 263 264 265 266 267 268 269
TOMICh 330 340 41 342 343 34 345 46 W7
\/ 304 305 306 307 398 399 400 401 402
450 451 452 453 454 455 456 457 458
1038 0K 3 3

Le format du SPMF

Figure3.2: Préparation de jeu de données (Dataset)

111.2.3 Génération de la trace de mobilité
Cette étape est basée sur un scénario de SUMO composeé de plusieurs fichiers (un fichier de

configuration (.cfg), fichier pour définir les véhicules et leurs types ainsi que les routes, etc.

L)
&
.

a

==

:.

Figure 3.3: La génération de dataset

Elle consiste a générer la trace de mobilité des vehicules en exécutant la command suivante:

sumo -c cologne.sumocfg --netstate-dump out-cologne.xml

Ou tapas.cfg c'est fichier de configuration, output.xml c'est le fichier contenant la trace
génerée. La figure 3.5 présente la syntaxe génerale de fichier généré ou elle présente les

champs suivants:
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Timestamp time: c'est le temps
Vehicle ID: I'identifiant du véhicule
EdgelD: c'est I'identifiant de segment de route

LanelD: Identifiant de la voie (voir sumo pour plus de détails)

Figure 3-4: Une partie de fichier output.xml

111.2.4 Nettoyage de la trace

Cette étape a pour but de construire la liste des segments de routes traversés par chaque
véhicule. Elle commence par une analyse grammaticale (parsing) de fichier XML généré de
I'étape précédente en préservant que les champs vehicule ID et edges (liste des segments de
routes). Cette analyse a été établie a I'aide d'un script python nommé vehlane.py, ou une
modification sur le script original a été effectuée afin de réduire le temps de parsing. Avec la
commande suivante.

python vehLanes.py out-cologne.xml output-final.xml

Le fichier XML "output-final .xm/ " c'est le fichier générer de la phase précédente qui va étre
soumet a un processus de nettoyage éliminant les segments consécutifs répétés et par la

suite étre convertis au format de I'outil SPMF [30] implémentant les algorithmes RuleGen
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[31] et TRuleGrowth [31]. La figure 3.5 illustre cette conversion ainsi que le fichier généré

dans le format conforme au SPMF. [32]

s

cgne-8.17.85 pythen wvehLanes_1lxml.py ocut-cologne

Figure 3.5: La dataset genérée au format SPMF

Remarque : Il est important de noter ici que la génération et la préparation de dataset prend
un temps considérable (des heures >3 avec la dataset qu'on a utilisée TAPASCologne) et

nécessite aussi l'installation des packages spécifiques (Ixml, etc.).

111.2.5 Le module de prédiction
Ce module prend en entrée le jeu de données utilisé, I'algorithme sélectionné ainsi qu'une liste
des paramétres requises pour la prédiction (training ratio, minsup, minconf, window-size, etc)
et donne en sortie I'estimation des mesures de performances de prédiction des routes. Le
processus de prédiction, résumé dans algorithme A, est subdivisé en deux principales étapes:
1. Génération des regles séquentielles.
2. Prédiction des routes basée sur les regles extraites.

I11.2.5.1 Génération des regles séquentielles

Etant donné une base de séquences (jeu de données dans notre cas) et des seuils minsup et
minconf, un ensemble des regles séquentielles ayant un support et une confidence
respectivement plus éleve que minsup et minconf sont générés. Ces regles ont la forme X, Y=
Z. L'utilisateur doit choisir l'algorithme de génération des régles séquentielle a appliquer

entre: 1) regle séquentielle standard en avec RuleGen, [31] 2) regles séquentielles
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partiellement ordonnées avec une contrainte de fenétre (windowsize) de temps par
TRuleGrowth. [32]

noter que TRuleGrowth défini un paramétre de taille de fenétre (window size). Avec cet
algorithme, [l'utilisateur peut générer des régles de la forme X-> Y ou Xet Y doivent étre
proche les uns aux autres en respectant le temps. Par exemple, un utilisateur veut générer les
regles apparues dans trois itemsets consecutifs. L'algorithme RuleGen [25] doit étre
également modifié afin qu'il inclue ce parametre (window size). Pour prédire le future
segment de route, nous ne considérons que la regle séquentielle avec un seul élément dans son

conséquent.

I11.2.5.2 Prédiction a base des régles séquentielles extraites
Les regles extraites sont utilisées, dans cette phase pour prédire le prochain élément (segment
de route) qui va suivre une séquence de mobilité de test Ts. La prédiction est assurée en deux
étapes suivantes:
Etape 1: Balayage et Vérification de Ts avec les antécédents de toutes les régles générées
dans I'étape précédente. Si une regle R contient Tselle sera retenu et ajouter dans un ensemble
des regles de correspondance RC contenant toutes les regles vérifiant cette condition
exigence. Par exemple :
Soit I = {RS1, RS2, RS3,.....RSn} ensemble des routes traversé par un véhicule qui
constituent le database,. S est I’ensemble des séquences. La table suivante représente

une table de séquence contient 4 séquences.

ID séquence | la séquence

S1 (RS1), (RS1, RS2, RS3), (RS4),(RS3,RS6)

S2 (RS1, RS4), (RS3), (RS2, RS3), (RS1, RS5)

S3 (RS5,RS6),(RS1,RS2),(RS4,RS6),(RS3),(RS2)

S4 (RS5),(RS7),(RS1,RS6),(RS3),(RS2) ,(RS3) Ta

ble 3.1 : table de séquence.
La génération des regles séquentielles standard avec 1’algorithme (RuleGen) L’algorithme
RuleGen besoin comme entreées (minsup [0%,100%] et min conf [0% ,100%]) et la data base
de séquence. On applique I’algorithme RuleGen sur cette database avec min sup = 75% et

minconf =50%, on obtient presque 21 regles séquentielles générés.
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La régle support confiance
{RS1}==>{RS1}{ RS2} 100% 100%
{RS1}==>{RS1H{ RS3} 100% 100%

{RS1}==>{RS1{ RS3{ RS2} 75% 75%
{RS1}==>{RS1{ RS3{ RS3} 75% 75%
{RS2}==>{RS1H{ RS2} 100% 100%
{RS2}==>{RS2 }{ RS3} 75% 75%
{RS2}==>{RS3H{ RS2} 75% 75%
{RS2}==>{RS1 { RS3{ RS2} 75% 75%
{RS3}==>{RS1H{ RS3} 100% 100%
{RS3}==>{RS2 H{ RS3} 75% 75%
{RS3}==>{RS3H{ RS2} 75% 75%
{RS3}==>{RS3}H{RS3} 75% 75%
{RS3}==>{RS4 H{ RS3} 75% 75%
{RS3}==>{RS1 { RS3}{ RS2} 75% 75%
{RS3}==>{RS1 }H{ RS3}{RS3} 75% 75%
{RS4}==>{RS4 }{RS3} 75% 100%
{RS1H RS2} ==>{RS1 M RS3}{ RS2} 75% 75%
{RS1H RS3}==>{RS1 M RS3}{ RS2} 75% 75%
{RS1}{ RS3}==>{RS1 H{ RS3}{ RS3} 75% 75%
{RS3}H RS2} ==>{RS1}{RS3}{RS2} 75% 100%
{RS3H RS3}==>{RS1 M RS3}{ RS3} 75% 100%

Table 3.2 : les régles générées par Rule Gen
la regles { RS4 } ==> { RS4 }{ RS3 } dit: si le motif séquentielle { RS4 } que la véhicule
traversé alors la véhicule passe sur les segments RS4,RS 3.
Les génération des regles séquentielles avec ( TRuleGrowth): les entrés de cette algorithme
sont : database, minsup [0% ,100%] (pourcentage), minconf [0%,100%] (pourcentage),

window_size [entier > 0] la parametre windowsize est le nombre des itemset consécutifs.
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On a appliqué 1’algorithme TRuleGrowth sur le database (table 3.1) on obtient 4 réegles

séquentielles on donne minsup = 30% et min conf = 80% avec window-size =3.

Régle Support Confiance
{RS1} ==>{RS2} 80 % (4 séquences) 100 %
{RS1} ==>{RS2,RS3} 80 % (4 séquences) 100 %
{RS1} ==>{RS3} 80 % (4 séquences) 100 %
{RS4} ==>{RS3} 60 % (3 séquences) 100 %

Tables 3.3 : les regles générées par TRuleGrowth.
Par exemple: on peut dire que si le véhicule est passé par la route RS1 alors elle passe par
les segments RS2 et RS3, d’apreés la régles {RS1} ==>{RS2, RS3} qu’il a une confiance
de 100%.
Etape 2 : Effectuer la prédiction en sélectionnant I'une des reégles de RC. Cette sélection est
basée sur le calcule d'un poids ou score défini comme suit:
Score (R) = (c1 Conf (R) + ¢, Sup (R)) x longueur (R).
Ou conf (R), sup (R) et longueur (R) représentent, respectivement, la confiance, le support et
le nombre d'éléments dans R. Les parameétres cl, c2 sont deux constantes fixées lors des
expérimentations et générant de meilleurs résultats. Une fois la meilleure régle est
sélectionnée, la conséquence de la régle est renvoyée. Par exemple, supposons qu'un véhicule
donné V; traverse les segments rs2 et rs3. En tenant la régle rs2, rs3= rs4 générée de I'étape
précédente et qui corresponds avec les segments traversés, le module de prédiction donne
comme résultat de prédiction est le segment rs4.

Algorithme de notre systéeme de prédiction

Entrée

Minsup: support minimal

Minconf: confiance minimale

BDS: database de séquence (motif de mobilité pour chaque véhicule)
VCSegment: le segment de route actuel de la voiture

Sortie le futur segment de route

Procédure génération-Regle-séquentielle (SDB, minsup, minconf)
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début

Si (algo est RuleGen)// cas de régle standard
EP= extraction de motif fréquents séquentiels (BDS , minsup )

SR= genérer de regles séquentielles standard(EP ,minconf)

Si (algo est TRuleGen)//cas de regles séquentielles partiellement ordonnées

POSR=générer regles séquentielles(BDS,minsup,minconf)

Fin

/l La prédiction est similaire pour les deux types des regles séquentielles
Procédure de prédiction (SR,VCSegement)
Pour chaque régle r de SR
regles-généré= Vérifier VCSegment avec antécedent de r
Si (Les regles-génére ={} )
Retourner prédiction échoué
Sinon
Pour chaque régle MR dans régles-générés
Calculer Score(MR)=(C;conf(MR)+Czsup(MR))*longueur(MR)
Fin Pour
Choisir la meilleure regle BMR qui a le score maximal
Retourner la conséquence de BMR
Fin

I111.3 Partie 2 : Etude expérimentale

111.3.1 Etude expérimentale

L’objectif principal de cette partie et I'¢tude de performances de notre system de prédiction

basée sur les régles séquentielles. Nous visons a expérimenter et comparer la prédiction des

routes avec deux types des regles (standard avec l'algorithme RuleGen [31] et partiellement

ordonnées avec TRuleGrowth. [32]

Cette section décrit initialement I'enivrement de travail. Une description de jeu de données

utilisé est illustrée par la suite. Afin d'étudier les performances, deux mesures de

performances ont été présentés suivi par des tests comparatifs selon plusieurs parameétres,

visant la scalabilité de notre systéme de prédiction.
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111.3.2 Environnement de travail

On a utilisé Ubuntu 12.04 LTS sur Vmware (Workstation pro 12) [33] sur une machine
physique dotée d'un processeur Core i5-4200 U1.6 GHZ CPU et un disque dur 500 GB. Pour
générer les regles séquentielles nous avons utilisé une implémentation JAVA des algorithmes
RuleGen et TRuleGrowth disponibles dans. [34]

Ubuntu 64-bit (8) - VMware Workstation =i L=l
t View VM Tebs Hep | Bl - | @ | O O O |0 =2 S| [EH

(rHome | (51 Ubuntu 6a-bit (8) * |
Update Manager
y Computer
] Ubuntu 64-bit (7)
{1 Ubuntu 64-bit (8)
rared VMs

Untitled DocUments

IEEREEEREE

Figure 3.6: L'environnement de travail

111.3.3 Le jeu de données (Dataset)

Dans notre étude expérimentale, on va commencer par la génération de Dataset de
TAPASCologne a l'aide de SUMO [29] (Simulation of Urban Mobility) version 0.17. Le
logiciel SUMO (Simulation of Urban Mobility) est un outil de simulation de trafic facilitent
I'évaluation des changements d'infrastructure ainsi que les changements de politique avant de

les appliquer sur la route.
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Figure 3.7: Apercu de TAPSCologne avec SUMO

111.3.4 Description de Dataset

TAPASCologne [32] est une initiative de Il'institut des systemes de transport au Centre
aérospatial allemand (ITS-DLR), qui vise a reproduire, avec le plus haut niveau de réalisme
possible, la circulation automobile dans la zone urbaine plus grande de la ville de Cologne, en
Allemagne. La trace synthétique résultante de la circulation automobile dans une ville de
Cologne couvre une région de 400 kilometres carrés pour une période de 2 heures,

comprenant plus de 70.000 déplacements en voiture individuelle.

La longueur
Surface | Nombre de
Dataset Pays o Heures moyenne de
(km2) vehicule )
chemin
Allemagne
TAPASCologne 400 70.000 2h 110
/Cologne
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Figure 3.8 : les régles générées avec les taux de prédictions avec 1’agorithme(RuleGen et

TRuleGrowth)

111.3.5 Les parametres d'évaluation

Pour mesurer et comparer les performances de notre systeme de prédiction ARSPR, nous
avons utilisé deux mesures largement utilisés pour évaluer les systémes de prédiction.
Précision globale ou I’exactitude: Elle est définie par le nombre des futures routes prévues

avec succes sur le nombre total des séquences de test.

Nombre de labonne prediction

Précision globale ou exactitude =

Nombre de sequnece

Couverture: Elle représente le nombre de séquences ou la prédiction a été effectuée par le
nombre des séquences de teste. Cette mesure indique si une regle de correspondance est

trouvée pour une séquence prédiction ou non.

MNombre des régles de correspondance

Couverture == aee siquences de test
111.3.6 Résultats
Cette section représente les résultats obtenus lors de notre étude des performances des régles
séquentielles (TRuleGrowth, RuleGen) pour la prédiction des routes en jouant sur les
parameétres essentiels suivants en variant:

» Taux d'apprentissage (Training_ratio).

» Taille de fenétre (window-size).
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» Minsup et Minconf .
» Nombre de véhicules (Scalabilité)
» Un parametre nommeé ToKeep désignant les N derniers segment de routes a utilisé

pour effectuer la prédiction pour chaque séquence. IL prend les valeurs de [0-11].

I11.3.6.1 Taux d'apprentissage (Training_ratio)
La dateset est divisée en deux sous-ensembles, un ensemble d'apprentissage (training) et un
ensemble de test selon le taux d'apprentissage (Training-ratio) qui indique le pourcentage des
séquences de lI'ensemble de données utilisé pour I'apprentissage. On a varié ce parametre
d'une valeur de 10% jusqu'a 90% et le parametre ToKeep de 1 a 10 avec un Minsup= 0.002,
Minconf =0.5 et Window-Size = 25.
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Figure 3.9: L’exactitude par rapport le training-ratio
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Figure 3.10: La couverture par rapport le training-ratio
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D'apreés les résultats de la figure 3.10, on observe I'influence du paramétre de training-ratio a
I’exactitude. La grande différence entre eux est que les prédictions basées sur les régles
séquentielles partiellement ordonnées (POSR) étaient de 10% a 12% plus précise que des
prédictions basées sur les regles séquentielles standard (SR). On peut observer que cela est
vrai méme si un ensemble d'apprentissage plus petit est utilisé pour POSR.

La figure 3.11 résume le taux de couverture estimé pour SR et POSR. Les résultats obtenus
indiquent que le taux de couverture de POSR est plus élevé par rapport au SR ce qui justifier
la bonne précision rapportée de POSR. On a remarqué qu’avec un taux traning ratio de 50%

on peut atteindre une couverture de 80%.

I11.3.6.2 Taille de fenétre (window-size)
Le parameétre Window-Size permet de spécifier que les modeles doivent se produire dans un
nombre maximal d’item sets consécutifs. Impact de ce paramétre sur la performance de les
algorithmes SR ET POSR est que POSR donne une exactitude plus éléve 7 fois que SR par
exemple dans B et C qui I’exactitude de POSR 8 fois SR. Le paramétre se varier entre 5 et 40
on donnant Training —ratio= 0.7 et minsup= 0.002 et min conf =0.5.
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Figure 3.11: I’exactitude par rapport windowsize
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Figure 3.12: la couverture par rapport windowsize

D'apres Les diagrammes A B C D dans la figure 3.13 qui représentent la couverture
obtenues lorsque on varier le parametres de windowsize entre 5 et 40, on remarque que le

taux de couverture des regles atteindre jusqu’au 60% avec une préférence concrete pour

POSR.

I11.3.6.3 Le minsup
Le minsup est le seuil de support, dans cette partie de I'étude expérimentale on varier les
valeurs de minsup entre 0.0005 et 0.003 et tenant le windowsize= 25 et training ratio= 0.7

min conf=0.5 avec le parametre to keep de 1 -10 on voir les résultats comme suit :
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Figure 3.14: la couverture par rapport Min sup

D'apres les A, B, C, D diagrammes de figure 3.13 on observe que I’exactitude obtenue par
POSR est meilleur que SR qui peut atteindre au taux de 10 fois plus que SR.

Dans D qui résume les différents exactitudes obtenues on remarque que |’exactitude est
plus avec POSR que avec SR de 10%, donc presque 6 fois plus. On donnant windowsize
=25 Minsup =0.002 minconf= 0.5 et to keep =1de 10.
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L’autre facteur qui est la couverture. La figure 3.14 représente 1I’impact de parametre min sup
sur le facteur de la couverture des regles, les observations obtenant que jusqu'a 80% des
régles générés. POSR donne les taux plus que SR.

I11.3.6.4 le paramétre de Nombre des véhicules

25 20
el Y b o}

20 o 16
3 )—-/.\\ 3 /
@ @® 145
T 1s T 1z K/
= | c
& 10 —o—Fexacttude’ SR S 8 F —o—Fexactiude SR
>
P & / ——Fexactitude% POSR 5 : / —@—Fexactitude POSR

. ’@L_
o o -
1 2 34 56 7 8 9 1011 A 1 2 34 5 6 7 8 9 1011 B
hre de wéhicule

20 12

18 .ﬂ_——\
o 16 . 10
3 n S = _—
S o
=
5 10 I/ = 6
o 8 1 —o—Fexactinde® SR § —o— lFexactinde’ SR

6 1
R / ——Fexactiude’ POSR o B I PR

2 ,7WAQ 2 = 5 ° e

L o

1.2 3 45 6 7 8 9 1011 c D
= - Nombre de wehicule

Figure 3.15 : I’exactitude par rapport le nombre de véhicule
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dans ce partie d'é¢tude expérimentale on ¢tudie 1’ influence de le parameétres de nombre de
vehicule sur le performance de POSR et SR, les diagrammes A, B, C, D dans figure 3.15
représente 1’exactitude, qui est plus éléve avec POSR que SR et arrive jusqu'a 10%
différence entre POSR et SR, on prend en considération que le nombre de véhicule se varier
entre 10000 et 50000 et de Minsup 0.002, min conf =0.5 avec windowsize =25 et Training-
ratio =0.7 et to keep = 1de 10.

la figure 3.16 représente I'état de facteur de couverture par rapport au nombre de véhicule,
I’influence de ce facteur montre que les résultats obtenues par POSR et SR sont

approximatives avec préférence pour POSR qui atteindre jusqu’au 70% par POSR .

111.4 Conclusion

Dans ce chapitre étaient la partie pratique de notre travail, on mettant les deux algorithmes
RuleGen et TRuleGrowth sous expérience afin d'étudier la performance de chacun a l'aide
des métriques spécifiques (I’exactitude, couverture) , les expérimentation sous fait sur une
dataset réel TAPASCologne. D'aprés les différents tests TRuleGrowth a donné des résultats
meilleurs que RuleGen donc la performance de POSR et meilleur que SR a la prédiction des

routes.
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Conclusion générale

Dans ce travail, nous sommes intéressés au probléme de la prédiction des routes. Pour cela,
nous sommes attachés dans ce mémoire a proposer une nouvelle approche basée sur les
techniques de datamining et plus précisément les régles séquentielles pour résoudre ce
probléme de sélection. Cette approche est composée de deux partie: (1) la génération des
regles séquentielles et par la suite (2) la prédiction des futures routes en basant sur les régles
générées. Pour augmenter I'exactitude de notre prédiction nous avons ainsi proposé
d'appliquer les regles séquentielles partielement ordonnées avec l'algorithme TRuleGrowth.
Cet algorithme a démontreé leur efficacité, par rapport aux régles séquentielles standard dont le
fait ou il a amélioré les performances de prédiction. Pour cela, il est sensé d'étre plus adapté
au probleme de prédiction des routes par rapport au regles standard, vue la notion de window

qu'il I'applique lors de génération des regles.

Perspectives

En complément de la recherche effectuée, le travail réalisé dans ce mémoire ouvre diverses
perspectives de recherche:

(@) Dans ce mémoire, nous sommes restreints a utiliser notre modéle pour le probléme de
prédiction des route. Cependant, les regles séquentielles peuvent constituer une bonne
solution aux autres problemes de prédiction des mouvements tels que la prédiction de
destination et location.

(b) Notre approche peut étre utilisée avec d'autres techniques de data mining ou méme

statistiques afin d'améliorer I'exactitude.
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